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基于图掩码自编码器和注意力机制的异质网络社区发现模型
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摘  要：图表示学习在社区发现领域取得了广泛关注，然而现有方法忽略了语义信息和网络特征结构信息的有效融合，对特征的可区分度依赖性强，未充分结合社区发现任务，本文提出一种基于图掩码自编码器和注意力机制的异质网络社区发现模型。首先优化了掩码预处理模块，将节点预聚类后进行动态掩码并引入噪声以增强图掩码自编码器的鲁棒性和特征重构的性能；其次设计了融合空间注意力的异质网络分层编码器，对异质网络的节点特征和基于元路径的结构信息进行编码，最后将自训练聚类损失、特征重构损失和元路径重构损失进行联合训练得到适于社区发现任务的图向量后进行聚类处理。在DBLP、ACM、AMiner、Freebase四个数据集上的实验结果表明：模型的NMI和ARI指标相较于当前先进方法平均提升了3.16%和3.2%，在Purity指标上最高提升了3.71%，可视化效果突出，证明了模型的有效性。
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0 引言

作为复杂网络分析的重要领域，社区发现在推荐系统[1]、社交网络分析等方面具有广泛应用。其目标是将网络中紧密连接的节点群组织为独立的社区，以便于理解网络的结构和功能[2]。传统社区发现在处理现实复杂网络时面临复杂度高，难以处理全局和局部信息等问题。随着机器学习的发展，基于图表示学习的社区发现方法[3][4]取得了较好的成果。GATFELPA [5]融合图注意力网络与增强的标签传播算法进行社区发现，图注意力机制使模型可以学习到具有全局信息的抽象数据表征[6]，进而处理复杂网络的社区发现问题，忽略了现实复杂网络的异质性。
在异质网络领域，Mp2vec[7]和 HERec[8]通过随机游走的方法学习节点嵌入，但没有充分利用节点属性特征，在节点特征丰富的异质图上表现不佳。CP-GNN[9]通过上下文路径学习节点嵌入，利用注意力机制区分关系重要性，捕获高阶关系，但对标签噪声敏感。GTC[10]将结合Transformer，通过双分支协作学习捕捉双视角信息存在对对比学习任务的依赖。采用图掩码自编码器可以进行自监督的异质网络表示学习。图1是图掩码自编码器的典型结构图，通过掩码重构特征以学习节点的低维嵌入。RMR[11] 通过关系子图分解和重建任务进行自监督学习，掩码策略的选择会影响模型的表现。HGMAE[12]通过随机掩码策略异质网络的节点特征和基于元路径的邻接矩阵进行重构，取得了不错的成果。但在一定程度上依赖于节点特征的可区分性，在面临特征噪声或干扰时易受影响，模型稳定性有待提升。
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图1 图掩码自编码器

Figure1  Graph masked autoencoder
掩码策略的随机性[13]可能使得某个社区中的极少量节点被掩蔽，导致编码器对这些社区的节点学习能力增强，进而影响最终社区划分的均衡性。此外，将图表示学习和社区发现两个步骤分离会影响发现更有意义的社区结构。本文在此基础上提出了基于图掩码自编码器和注意力机制的异质网络社区发现模型。主要贡献如下：1.优化了掩码预处理机制：对节点特征执行聚类优化的动态掩码操作，同时设计了对异质图中包含语义信息的邻接矩阵基于带宽的掩码预处理机制，增强模型在特征重构阶段的鲁棒性。2.构造了融合空间注意力的异质网络图掩码自编码器：设计了融合空间注意力机制的异质图神经网络，将结构信息、属性信息和语义信息通过自监督学习的解码与重构过程进行融合，为社区发现提供更准确的图嵌入。

1 异质网络社区发现模型
本节将详细介绍提出的异质网络社区发现模型（Heterogeneous network community detection based on graph masked autoencoder and attention，HCDGMAE），图2给出了模型的架构。
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图2 异质网络社区发现模型框架图
Figure2  The framework diagram of community detection in heterogeneous networks
输入异质网络G,首先进行掩码预处理，对节点特征进行聚类优化的动态掩码，同时对异质图中的元路径生成邻接矩阵后进行基于带宽的掩码。接着分别输入到融合空间注意力的异质网络分层编码器进行编码，解码后通过自监督学习进行特征重构和边重构，最后将基于KLM(Kullback-leibler mean) 散度的自训练聚类损失和重构损失进行联合优化，得到融合结构信息、属性信息和语义信息并且适于社区发现任务的嵌入向量后进行社区划分。  
1.1 掩码预处理

研究设计了预聚类掩码策略，通过随机遮盖每个聚类中一定遮蔽率的节点的特征，从而更均衡的进行节点特征的表示学习。为了提升掩码策略的鲁棒性，研究将预聚类掩码后的特征进行轻微噪声干扰后输入解码器进行解码，以实现更均衡、更具代表性的节点掩蔽。
研究采用 K-Means聚类方法对图中的节点进行预聚类，生成的预聚类标签可以反映节点在图中的初步社区归属，为后续任务提供先验信息，有助于提高模型对社区结构的识别能力和划分精度。

研究设置了聚类动态屏蔽率Pe以调整掩码节点的比例，计算方法如下：

[image: image3.wmf]()()

()

-

=-

MAXpMINp

PeMAXpe

E

。
 MACROBUTTON MTPlaceRef \* MERGEFORMAT (1)

式中：e为当前的训练轮数，E为总轮数，按照给定步长从小到大递增的训练直到模型收敛从而可以获得动态屏蔽率Pe，后利用预聚类标签对每个聚类中的节点群按照计算出的动态屏蔽率掩码后再进行噪声干扰，得到掩码后的特征Xmask。
异质网络节点间的元路径蕴含着特定的语义信息和高阶关系信息。HGMAE采用伯努利分布来创建二进制掩码以进行元路径的随机掩码，这种破坏节点间的短程的语义链接的方法迫使模型学习其他隐含的高阶关系的同时可能会影响消息传递的有效性。鉴于此，本研究基于带宽进行元路径掩蔽，避免直接对路径掩码，破坏某些特定语义信息。
将基于元路径的邻接矩阵表示为A，M代表权值矩阵，各边的权值服从玻尔兹曼-吉布斯分布，公式[14]如下：
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式中：mij∼ N(0，1)代表各边权值服从正态分布；τ是调控指数，默认为1；Nj表示节点 j 的邻居节点集合。

将得到的M进行转换得到掩码后的邻接矩阵计算方法如下：
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式中：T是转换矩阵，为了将掩码变为离散型矩阵易于操作，T中元素统一设置初始值（本文为0.5），M>T是一个布尔矩阵，当M中的对应元素大于T中的对应元素时，其元素为1，否则为 0。对权值大于阈值的边进行保留，得到掩码后的邻接矩阵。
1.2 融合空间注意力的异质网络分层编码器

为了对异质网络中的复杂结构和语义信息进行有效编码，同时直接灵活地从空间背景下的局部邻域结构中聚合信息。研究采用融合空间注意力的分层异质图神经网络作为编码器，每一层先使用异质分层注意力网络HAN[15]中的节点级注意力学习基于元路径的邻居的注意力权重，并将信息聚合得到与语义相关的节点嵌入。
利用转换矩阵将不同节点的特征转换到同一特征空间，过程[15]如下：
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式中：Cφi为特征变换矩阵。

采用自注意力机制学习到元路径不同的权重[15]如下： 
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通过softmax函数对其进行归一化以获得权重系数并加权聚合，如下：
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式中：Zi Φ表示基于第i个元路径的输出特征。

由于异构图的无标度特性，采用重复节点级注意力的方法将得到的嵌入串联为语义嵌入从而避免方差过大。为了避免训练过程的过平滑，研究对特征进行ContraNorm归一化以调整特征尺度，过程如下：  
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式中：Zi Φnorm代表在某一元路径下节点i的特征向量。

研究采用的空间注意力机制通过全局平均池化捕获全局特征分布，通过最大、最小池化分别捕获显著特征和边界特征，以从空间背景下的局部邻域结构中聚合信息。采用Sigmoid激活函数提供非线性注意力的映射，增强空间域内的近似卷积过程，进行灵活有效的信息聚合。过程如下：


[image: image10.wmf]1

2

=

p

p

p

norm

norm

Vnorm

B

Z

Z

Z

F

F

F

éù

êú

êú

êú

êú

êú

ëû

M

；
 MACROBUTTON MTPlaceRef \* MERGEFORMAT (8)



[image: image11.wmf],=SpatialAttention()

pp

mp

Z

attB

FF

。
 MACROBUTTON MTPlaceRef \* MERGEFORMAT (9)

式中：B代表将所有得到的语义嵌入展平堆叠得到三维的语义张量。对其进行空间注意力操作后得到输出向量和权重。加权聚合后得到最终的节点特征向量[12]如下:
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1.3 自训练聚类模块

为了将模型进一步优化以更适用于社区发现任务，设计了自训练聚类模块。TGC[16]提出通过衡量节点和聚类中心的相似性以得到节点属于某一个簇的概率分布，通过最小化与目标分布的KL散度以从高置信度分布中学习更符合聚类目标的节点分布。但KL散度是非对称的，通过将其最小化来激励节点更靠近集群中心有一定的绝对性。研究在此基础上使用KLM散度优化聚类结果。为了在训练过程中不影响图表征信息的学习，自训练聚类模块将计算出的KLM散度进行归一化调整到与重构损失相似的范围后采用渐进式权重调整以联合训练。
模型使用K-Means聚类生成的伪标签作为监督信号，即将模型自身生成的嵌入进行聚类后的结果作为标签进行自训练。节点的分布概率[16]如下：
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式中：q（x，k）表示将节点x分配给簇k的概率。ZX0表示节点x的初始特征，通过计算其与初始节点特征上的聚类中心的嵌入之间的差异计算分布概率。v是s-t分布的自由度，这里默认为1。
为了从高置信度的分布中学习，即激励节点更靠近集群中心，设置p（x，k）是高置信度的目标分布，fc是软集群频率，计算方法如下：
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KLM不直接将p视为标准分布，而是通过均值分布来评估差异，计算方法[17]如下：
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式中： q＇(x，k)随着节点嵌入更新。KLM经过归一化后，随着训练轮次渐进式增加权重作为聚类损失Lclu。计算过程表示如下：
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式中：e为当前训练轮次，T为预热轮数。
2 目标函数及时间复杂度
2.1 目标函数
为了同时学习到节点的特征信息和语义信息，模型采用特征重构和基于元路径的边重构损失加和来生成更准确的嵌入向量。特征重构损失[12]的计算方法如下： 
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式中：
[image: image20.wmf]°

V

是掩码节点集合中的某个节点，X表示节点的特征，将编码后的向量输入解码器得到嵌入特征向量Y。为了提升效率，在MSE损失函数的基础上加上伽马指数g1，取值大于等于1，以对编码效果不好的掩码特征进行关注。
为了对异质网络的语义信息进行表示学习，将基于元路径的邻接矩阵掩码后，进行编码解码，通过优化元路径损失函数使模型对输入的异质网络的结构信息和语义信息进行学习。
将掩码后的邻接矩阵和节点特征输入到编码器后，得到中间嵌入向量[12]，如公式（18）。由于异质网络的结构信息不像图像一样邻域冗余较多，因此将邻接矩阵和中间嵌入向量H1一起输入解码器进行解码，过程表示如下： 


[image: image21.wmf]1

(,)

HX

A

F

=

%

E

f

；
 MACROBUTTON MTPlaceRef \* MERGEFORMAT (18)



[image: image22.wmf]21

(,)

A

HH

F

=

D

f

。
 MACROBUTTON MTPlaceRef \* MERGEFORMAT (19)

将解码后的向量进行转置变换得到重构的邻接矩阵，过程如下：
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对于元路径Φ对应的邻接矩阵，选择放缩余弦误差作为其重构损失，计算方法[12]如下：
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式中：g2也是伽马指数，取值大于等于1。计算元路径解码重构的损失函数[12]如式：
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式中：attmp是元路径的注意力系数，p是元路径数。基于元路径的重构损失根据不同元路径的注意力权重为其分配权重，重要语义的重构损失占比更高。
自训练聚类损失可以优化聚类分布,使模型在学习图嵌入的同时考虑社区发现的任务需求。重构损失则聚焦于节点特征和语义信息的准确表示，二者联合作为目标函数进行优化可以获得较好的异质网络社区发现结果。因此，最终目标函数函数为：
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2.2 时间复杂度分析

若异质图G的节点数、特征数、边数和元路径数目分别为Vn、Fn、En和Fn。模型在掩码预处理阶段对节点特征和基于元路径的边进行掩码的时间与节点数和边与元路径数的乘积呈线性关系，时间复杂度为O（Vn+FnEn），编码阶段的时间复杂度与节点数和特征维度有关，计算重构和自训练聚类联合训练阶段的时间复杂度为O（Vn2+FnEn），故本文方法的时间复杂度为O（Vn2+ VnFn+ΦnEn）。 
 3实验
本文实验在GPU型号为GRID T4-8Q，显存8G，CPU型号为QEMU Virtual CPU，内存32G，使用Windows11操作系统的平台进行。模型采用PyTorch 2.1.0深度学习框架实现，python版本为3.11.13，采用dgl库处理网络数据，其版本为1.1.2。使用Adam优化器，设置训练轮次为10000，采用早停机制patience值设为5-20，学习率设置为1e-4至5e-3，动态掩码率设为从0.5到0.8按照0.005的步长训练。
研究采用DBLP[18]、ACM[19]、AMiner[20]和Freebase[21]四个真实的异质网络数据集进行实验，具体信息如表1所示。
表1 数据集描述

Table 1  Datasets description
	数据集
	节点数
	边数
	特征数
	元路径数

	DBLP
	26128
	119783
	334
	3

	ACM
	11246
	17426
	1902
	2

	AMiner
	55783
	76838
	6564
	2

	Freebase
	43854
	75517
	3492
	3


DBLP数据集来源于计算机科学参考书目网站，包含作者、论文、会议、术语四种节点，实验的目标节点是涵盖四个研究领域的4057个作者节点。ACM论文引用数据集包含三种节点，实验的目标节点是涵盖三个分类的4019个论文节点。AMiner是从引文网络数据集中进行部分抽取获得的，包括论文、作者和参考文献三种节点，论文节点作为研究对象可被分为四类。Freebase是电影演员网络数据集，包含电影、演员、导演、制片人四种节点，电影节点作为研究对象可被分为三类。
实验采用归一化互信息NMI[22]，调整的兰德指数ARI[23]和Purity[9]作为评价指标。Purity 和 NMI 取值范围为［0，1］，ARI的取值范围为［-1，1］，三个指标的得分值越大，效果越好。 

3.1 对比实验

将本文方法与12个基准方法进行社区发现的性能比较，包括无监督同质方法 GAE[24]、GATFELPA[6]，无监督异质方法Mp2vec[7]、HERec[8]、DMGI[25]、HeCo[26]、HetGNN[27]、HGMAE[12]、CP-GNN[9]、HAN[15]、RMR[11]、HAESF[28]。基准实验参数均按照原始论文设置。为了确保方法对比的公平性，统一采用K-Means算法进行10次聚类取评价指标的平均值作为实验结果记录在表２中，其中加粗的数据是本文方法的结果，标下划线的数据是实验过程中基线方法在该数据集上的最好结果。 
从表2中可以看出，本文方法在四个数据集上的NMI、ARI相较于基线方法中的最好结果平均提升了3.16%和3.2%，在Purity指标上最高提升了3.71%。在ACM数据集上的Purity略低于HAESF方法，但在其他三个数据集上的指标都优于HAESF。在 AMiner 数据集上 NMI和ARI 比最佳基线HGMAE提高了 16.1%和 18.4%。这说明改进掩码策略的图掩码自编码器能有效提升社区发现的结果。本文模型优于用异质网络表示方法HAN得到节点嵌入后聚类的结果，表明融合空间注意力的分层编码器可以提供更丰富的节点表示。
(表2 不同社区发现方法在DBLP、ACM、Aminer和Freebase数据集上的表现（%）
Table 2 Comparison of the performance of different community detection methods on DBLP、ACM、Aminer and Freebase  
	方法
	DBLP数据集
	ACM数据集
	AMiner数据集
	Freebase数据集

	
	NMI
	ARI
	Purity
	NMI
	ARI
	Purity
	NMI
	ARI
	Purity
	NMI
	ARI
	Purity

	GAE[24]
	59.70
	60.31
	78.10
	27.42
	24.39
	55.20
	27.55
	20.22
	56.10
	17.02
	17.76
	62.22

	Mp2vec[7]
	63.66
	27.11
	75.50
	35.23
	30.49
	49.10
	30.50
	25.12
	65.89
	17.17
	16.56
	60.26

	HERec[8]
	69.89
	75.34
	82.01
	47.84
	45.89
	74.04
	26.25
	19.18
	55.25
	18.26
	17.95
	62.15

	HetGNN[27]
	67.12
	65.25
	81.03
	41.69
	36.69
	70.49
	21.32
	25.25
	54.69
	15.43
	16.24
	59.65

	DMGI[25]
	70.25
	76.10
	89.96
	51.74
	45.90
	74.02
	19.31
	20.50
	63.60
	16.68
	17.26
	61.58

	HAN[17]
	62.40
	66.18
	84.96
	39.40
	32.68
	69.42
	25.22
	19.96
	60.25
	16.12
	17.01
	61.65

	HeCo[26]
	62.92
	61.30
	77.00
	56.29
	56.24
	78.46
	31.26
	22.01
	65.45
	18.71
	18.75
	62.10

	HGMAE[12]
	69.56
	73.09
	86.58
	55.58
	54.33
	77.24
	31.71
	32.19
	69.40
	18.88
	19.50
	63.57

	CP-GNN[9]
	70.89
	76.66
	90.04
	48.32
	39.24
	71.50
	31.21
	30.25
	64.20
	11.28
	12.04
	55.36

	RMR[11]
	65.12
	67.25
	88.13
	47.85
	40.21
	68.90
	31.18
	30.18
	65.28
	16.54
	16.83
	60.21

	GATFELPA[6]
	56.35
	51.83
	73.85
	44.84
	43.14
	70.60
	27.61
	26.15
	55.11
	17.21
	18.01
	62.75

	HAESF[28]
	72.44
	76.79
	91.05
	56.81
	55.42
	84.19
	2.42
	1.21
	26.33
	7.91
	9.90
	46.79

	HCDGMAE
	75.78
	80.05
	91.61
	59.19
	56.32
	82.71
	36.81
	38.12
	73.11
	21.37
	22.63
	64.29
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    图3  Mp2vec、HAN、HGMAE和HCDGMAE在ACM数据集上社区发现的可视化结果
Figure 3  Visualization results of community detection using the Mp2vec,HAN, HGMAE and HCDGMAE on the ACM

研究利用 t-SNE算法可视化Mp2vec、HAN、HGMAE和本文方法在ACM数据集上的结果。如图4所示，不同颜色代表不同的社区。Mp2vec方法同一社区的节点较为分散， HGMAE方法中的社区边界较不清晰。对比之下，本文方法可视化结果中同一社区有较好的内聚性，并且社区与社区之间的界限较为清晰光滑。图4是本文方法在DBLP数据集上的社区发现热图。红色虚线可以区分不同社区，每个社区内部颜色整体是较深的紫色，代表社区内部相似性高不同社区颜色差异大，发现的社区具有高聚合低耦合特性。
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图4 DBLP社区发现热图
Figure 4  Heatmap of community detection on DBLP

将本文方法与同样采用掩码重构策略的异质网络社区发现结果SOTA 的方法HGMAE和HAESF进行对比，具体表现如表3所示。本文方法较HGMAE在时间效率上得到了提升，说明采用的空间注意力更灵活高效。而HAESF采用NMF方法进行矩阵重构，因此耗时短，但在AMiner和Freebase较大规模数据集上的表现较差。故本文方法在社区发现任务上是综合有效的。
表3 时间效率比较

Table 3  Comparison of running time
	方法
	耗时/s

	
	DBLP
	ACM
	AMiner
	Freebase

	HAESF
	34
	20
	89
	42

	HGMAE
	350
	80
	700
	588

	HCDGMAE
	328
	50
	345
	110


3.2 消融实验

为了证明提出的掩码预处理模、融合空间注意力的异质网络分层编码器以及自训练聚类模块的有效性，在 DBLP、 ACM、AMiner 和Freebase四个数据集上分别进行了消融实验，实验结果如图 5 所示。
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图5 消融实验结果
Figure 5  Ablation experiment results
在图5中，HCDGMAE-SA表示消融基于空间注意力的分层编码器模块，HCDGMAE-PRE表示消融掩码预处理模块，HCDGMAE-TR表示消融自训练聚类模块。分析可知：① DBLP、ACM、AMiner和Freebase数据集上，HCDGMAE的NMI 均高于 HCDGMAE-SA ，最高有 5.8个百分点的提升，这表明空间注意力机制对于 HCDGMAE性能提升起到了积极作用。②相较于 HCDGMAE-PRE ，HCDGMAE 的 NMI 指标在四个数据集上均有提升，其中在Freebase数据集上提升了 4.73个百分点。说明预训练过程对 HCDGMAE 算法在各数据集上的性能提升有一定贡献。③在DBLP、ACM、AMiner和Freebase数据集上，HCDGMAE 的NMI均高于HCDGMAE-TR。表明自训练聚类模块对于提高模型性能有积极作用。
3.3 参数分析

研究设置不同的掩码率和隐藏层维度进行参数敏感性分析。具体来说，分别设置64、128、256、512、1024为隐藏层维度，设置掩码率分别为0.5、0.6、0.7、0.8、0.9以及动态掩码DMR。实验结果如图 6所示，折线表示不同掩码率下的不同结果，柱状图表示某一隐藏层维度的平均结果。由图可知，不同的数据集的最优隐藏维数是不同的。以ACM数据集为例，其论文节点的初始特征数为1902，经过预处理后的特征向量进一步包含了网络的结构特征，特征维度高责编需要高维度的隐藏层以避免信息压缩损失，其最优隐藏层维度是512。DBLP数据集的初始特征为334，其隐藏层维度为256时就能取得较好结果。Aminer数据集和Freebase数据集的规模相对较大但为了避免过拟合，其隐藏层维度设置在512。因此，本模型的隐藏层维度设置在256~512之间较为稳健。此外，四个数据集上的实验表明固定掩码率不同，模型表现也不同，不同数据集的数据分布会影响模型对掩码率的需求，进而导致参数影响程度的差异。例如DBLP 特征较集中，适度提高掩码率利于模型学习核心特征。但采用动态掩码DMR可自适应调整掩码率，避免固定掩码率的 “过掩盖” 或 “欠掩盖”。
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图6 参数分析实验结果
Figure 6  Tuning parameters analysis result
4 结论与展望

本文提出了基于图掩码自编码器和注意力机制的异质网络社区发现模型HCDGMAE，采用掩码预处理模块将节点先进行预聚类后再进行动态掩码并引入噪声以增强模型的鲁棒性和特征重构的性能；构造了融合空间注意力的异质网络图掩码自编码器，对异质网络的节点特征和基于元路径的语义信息进行编码，将自训练损失用于多损失联合训练，提高模型社区发现的性能。实验结果表明了HCDGMAE的可行性和有效性。在下一步的工作中，将设计针对动态场景的局部更新策略，探索如何更高效地利用异质网络中丰富的结构和语义信息以进行动态网络的社区演化分析，并尝试挖掘异质网络的多模态信息[29]，拓展社区发现的应用场景。
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Community Detection in Heterogeneous Networks Based on Graph Masked Autoencoders and Graph Attention
ZHANG Zhen,ZHANG Xinfang, GAO Siihan
（School of Electrical and Information Engineering, Zhengzhou University, Zhengzhou 450001,China；
School of Computer Science and Artificial Intelligence, Zhengzhou University, Zhengzhou 450001,China；.）

Abstract: Graph representation learning has attracted extensive attention in the field of community detection. However, existing methods neglect the effective fusion of heterogeneity and network feature structure information, are highly dependent on the distinguishability of features, and fail to fully combine with the community detection task. Therefore, this paper proposes a heterogeneous network community detection model based on a graph masked autoencoder and an attention mechanism. Firstly, the mask preprocessing module is optimized: nodes are pre-clustered, followed by dynamic masking, and noise is introduced to enhance the robustness of the graph masked autoencoder and the performance of feature reconstruction. Secondly, a heterogeneous network hierarchical encoder integrating spatial attention is designed to encode the node features of the heterogeneous network and the structure information based on meta-paths. Finally, self-training clustering loss, feature reconstruction loss, and meta-path reconstruction loss are jointly trained to obtain graph vectors suitable for the community detection task, which are then used for clustering processing. Experimental results on four datasets (DBLP, ACM, AMiner, and Freebase) show that the model's NMI and ARI metrics have increased by an average of 3.16% and 3.2% compared with the current state-of-the-art methods. The maximum improvement in the Purity metric reaches 3.71%, and the visualization effect is prominent, which proves the effectiveness of the model.
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