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摘 　 要:
 

目前,风电功率预测所使用的模型想要达到预测效果,需要对模型选择合适的超参数,但手动调参数时间

成本大、可信度较低。 基于此,提出了一种基于长短期记忆网络( LSTM)的多机组风电功率预测方法。 首先,采用

斯皮尔曼相关系数法对数据进行量化分析;其次,运用主成分分析对输入特征进行降维,提取关键信息。 除此之

外,针对 LSTM 调参困难这一问题,采用粒子群算法对 LSTM 每层隐含层神经元的个数进行优化。 对于多机组的风

电功率预测问题,以单机组为切入点,找出单机组中表现最为优异的模型,将该预测模型应用至多机组预测。 实验

结果表明:与其他模型相比,所提方法均方根误差下降了 11. 8%,平均绝对误差下降了 5. 03%。
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　 　 近年来,随着中国国民经济的不断增长,能源需

求也呈现指数型增长,化石能源在过去的几十年内

一直占据主导地位,然而使用化石能源不可避免地

会带来环境问题以及能源枯竭问题。 在这样的背景

下,清洁能源应运而生,而风能凭借其分布广泛、无
污染等特点备受全球青睐。 然而,风能的调度受风

速、气压等因素的影响,导致风能呈现间歇性、不稳

定性。 因此,对风电输出功率进行预测,尽可能降低

风电功率的不确定性是必要的。
目前,风电功率预测方法根据预测所采用的模

型原理划分,可划分为物理方法、统计方法与深度学

习方法。 基于物理模型的预测方法是指通过数值天

气预报( numerical
 

weather
 

prediction,
 

NWP ) 所提供

的数据,并结合风电场的地理环境、风机分布等情况

将气象数据转换为风机对应轮毂高度的风速与风

向,最后通过功率-风速曲线得到输出功率; Zhao
 

等 [ 1] 使用 NWP 数据提出了一种集成策略来预测后

一天的风速。 基于统计学模型的预测方法是指由历

史数据驱动,建立输入特征与输出功率之间的非线

性映射关系,实现对风电功率的预测。 Naik 等 [ 2] 采

用多核极限学习机对风电功率进行预测; Sharifian
 

等 [ 3] 采用Ⅱ型模糊神经网络进行预测;Zhang
 

等 [ 4]

在自回归模型的基础上进行改进,将自回归模型的

固定参数改进为动态自适应的逐步参数估计,提出

了一种实时功率预测方法———自回归动态自适应模

型( autoregressive
 

dynamic
 

adaptive
 

model,
 

ARDA) ,
与长短期记忆网络( long

 

short
 

term
 

memory,
 

LSTM)
模型相比,ARDA 模型更准确,对数据波动的动态适

应性更好。 张颖超等 [ 5] 基于离散 Frechet 距离与核

熵成分分析相结合的数据处理方法,结合支持向量

机模型,实现预测精度的提升。
近年来,深度学习理论迅猛发展,深度学习模型

相比浅层的机器学习模型有着更强的非线性拟合能

力。 深度学习中的循环神经网络 ( recurrent
 

neural
 

network,
 

RNN)及改进模型在时间序列预测中的优

异表现使其逐渐成为风电功率预测的研究热点 [ 6] 。
Zhang

 

等 [ 7] 采用 LSTM 对风电功率进行预测,并用

高斯混合模型( Gaussian
 

mixture
 

model,
 

GMM) 分析
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误差分布特征; Kisvari
 

等 [ 8] 对历史数据进行预处

理、重采样、异常检测、特征工程等操作后,使用门控

循环神经网络 ( gated
 

recurrent
 

unit,
 

GRU ) 进行预

测。 不论是机器学习模型还是深度学习模型,想要

达到预期效果,都需要对模型选择合适的超参数,因
此一些学者引入了优化算法来对模型进行参数选

择。 Zhang
 

等 [ 9] 采用遗传算法 ( genetic
 

algorithm,
 

GA) 对 人 工 神 经 网 络 ( artificial
 

neural
 

network,
 

ANN)参数进行优化;Fu
 

等 [ 10] 采用改进的灰狼算法

( improved
 

grey
 

wolf
 

algorithm,
 

IGWO)对 LSTM 网络

结构进行优化,有效提高了预测精度。
此外,由于风电功率序列具有非平稳性,时间序

列分解算法也被应用 到 风 电 功 率 预 测 中。 Naik
 

等 [ 11] 采用变分模态分解( variational
 

mode
 

decompo-
sition,

 

VMD)将序列分解为多个本征模态函数,并

通过多核岭回 归 ( multi-kernel
 

robust
 

ridge
 

regres-
sion,

 

MKRR ) 算 法 对 每 个 子 序 列 进 行 预 测; Liu
 

等 [ 12] 采用奇异频谱分析法( singular
 

spectrum
 

analy-
sis,

 

SSA)将时间序列分解为趋势分量与细节分量,
分别进行预测。 另一方面,由于 RNN 在处理较长时

间序列时存在梯度消失及梯度爆炸问题,因此很多

学者尝试采用新的模型,例如卷积神经网络( convo-
lutional

 

neural
 

networks,
 

CNN) ,以期达到更好的效

果。 李静茹等 [ 13] 在 CNN-LSTM 网络的基础上引入

注意力机制,进一步突出关键特征,以达到更好的预

测性能;Bentsen
 

等 [ 14] 在 Transformer 模型基础上改

进,提出了 FFT( fast
 

Fourier
 

transformer) 模型,并将

其用于风速序列预测。
目前 GA 被广泛用于模型参数优化,但使用 GA

对神经网络参数进行优化时存在寻优时间较长、GA
结构参数设置较为复杂等问题。 而粒子群算法具有

寻优速度较快、结构参数设置简单等优势,因此,本
文针对 LSTM 超参数选择,采用粒子群算法对 LSTM
每层隐含层神经元的个数进行寻优,以期达到更好

的效果。 使用 LSTM 以单步滚动的方式预测风电功

率输出。 将目前主要研究的单机组风电功率预测问

题推广至多机组。

1　 数据预处理

1. 1　 异常值处理

由于天气、地形等环境因素的影响,风电场数据

采集系统 ( supervisory
 

control
 

and
 

data
 

acquisition,
 

SCADA) 时常会在较为恶劣的环境下工作,因此在

采集数据时,可能发生信号中断、设备损坏等故障,
导致采集到错误数据或未采集到数据。 异常数据通

常包含异常值、缺失值;在风电功率预测之前需要对

异常数据采取合适的方式处理,本文采用邻近均值

填补法进行处理。
由于风机运行过程中的惯性作用,前 k 个时刻

的输出值与当前时刻的输出有着密切关系,因此在

处理异常值时,通过前 k 个时刻的平均值对其进行

修正,具体流程如下。
步骤 1　 遍历数据集,查找所有数据缺失项与

异常项。
步骤 2　 若发现 t 时刻存在缺失项或异常项,则获

取该项的前 k 个时刻的输出功率值 X t - 1 ,X t - 2 ,…,
X t - k。

步骤 3　 k 个数据的功率平均值为

X- t =
1
k ∑

k

i = 1
X t - i。 (1)

式中: X t 为 t 时刻的异常值; X- t 为 t 时刻前 k 个时刻

的输出功率平均值。 k 通过分析数据的自相关性确

定,本文将采用斯皮尔曼相关系数法确定 k 的具体

取值。
步骤 4 　 重复以上步骤, 直至处理完所有异

常值。
计算当前时刻风电功率与历史时刻风电功率之

间的斯皮尔曼相关系数 [ 15] :

ρ s = 1 -
6∑

n

i = 1
d2

i

n(n2 - 1)
。 (2)

式中:n 为样本数量; d i 为 X i 与 Y i 两列第 i 个样本数

列降序排列后的序号差,计算结果如表 1 所示。
当相关系数大于 0. 85 时,可认为二者之间为强

相关 [ 16] 。 从表 1 中可知,在 k>7 时相关系数已经低

于 0. 85,因此在邻近均值法处理数据时,选择参数 k
为 7。

表 1　 当前功率与历史功率的相关系数

Table
 

1　 The
 

correlation
 

coefficient
 

between
 

current
 

power
 

and
 

historical
 

power

历史功率时刻 相关系数

t-1 0. 974
 

2
t-2 0. 953

 

2
t-3 0. 933

 

9
t-4 0. 914

 

1
t-5 0. 895

 

1
t-6 0. 876

 

7
t-7 0. 858

 

7
t-8 0. 841

 

1
︙ ︙
t-20 0. 653

 

9
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1. 2　 特征工程

特征工程是指用一系列工程化的方式从原始数

据中筛选出较好的数据特征,以提升模型的训练效

果。 常见的特征工程有特征提取、特征选择、特征降

维、归一化等。 针对不同的数据集,应根据其特点选

择合适的特征处理方式,才能最大程度发挥模型的

能力。
主 成 分 分 析 ( principal

 

component
 

analysis,
 

PCA)是一种常用的线性降维方法,它通过转换原始

数据来创建一组新的正交特征 ( 即主成分) 。 PCA
的主要目的是将多维度的数据空间投影到新的低维

空间中,从而实现去除冗余并保留关键信息,降维过

程如下。
步骤 1 　 设数据集中共有 m 条样本,每条样本

有 n 个特征,降维的目标维数为 k, m × n 样本矩阵

Z1 ;
步骤 2　 对样本矩阵去中心化得到 m × n 矩阵

Z2 ;
步骤 3　 计算 Z2 矩阵的 n 维协方差矩阵 B2 ;
步骤 4　 求出 B2 的特征值 λ k、 特征向量 φk,

W = [φ1 φ2 … φm ] n ×m ;
步骤 5　 取 W 矩阵的前 k 列组成矩阵 A;
步骤 6　 通过线性变换 Y = Z2A, 得到降维后的

样本矩阵 Y,Y 为 m × k 阶矩阵。
通过以上步骤,实现了将样本矩阵从 n 维特征

空间到 k 维特征空间的映射。
由于输出风电功率与风速呈正相关,因此风速

的变化趋势将直接影响风电输出功率的大小。 若仅

采用历史数据作为模型的输入,会存在以下 2 个缺

陷:①当未来一段时间内风电场出现转折性天气 [ 17]

时,模型的预测能力将大打折扣;②当预测的时间跨

度增大时,会引起误差累计,导致模型的预测精度

降低。
刘洋 [ 18] 将 NWP 进行修正,并将修正后的数据

输入 LSTM、CNN-LSTM 等多个模型进行预测,均取

得了较好的效果;王丽婕等 [ 19] 通过考虑风电场周围

多个位置的 NWP 数据进行建模,其准确度相比单

一位置 NWP 数据有所提升。
另一方面,如果仅采用 NWP 数据,则模型预测

的精度十分依赖 NWP 数据的准确性;而提高 NWP
数据的准确性需结合当地地形、气候天气等进一步

建立复杂模型,但限于理论复杂、成本高,这往往是

十分困难的。 因此,本文将结合历史数据与 NWP
数据, 构造多元特征输入, 以期达到更高的预测

精度。

2　 预测模型构建

2. 1　 LSTM 预测原理

LSTM 的提出是为了解决 RNN 存在的梯度消

失及梯度爆炸问题,LSTM 通过设置门控机制,有效

控制了信息的保留与遗忘。 遗忘门的引入可以使得

网络记忆重要信息;输入门和输出门的引入则极大

增强了网络的弹性,使得 LSTM 有更强的建模能力。
另外,门控机制的引入使得 LSTM 不再像 RNN 一样

在每一时刻将记忆状态格式化,而是有选择地记忆,
从而有效缓解 RNN 的梯度消失及梯度爆炸问题。
LSTM 的内部结构图如图 1 所示。

图 1　 LSTM 内部结构图

Figure
 

1　 LSTM
 

internal
 

structure
 

diagram

图 1 中 x t 表示 t 时刻的输入, h t - 1 表示上一时

刻的输出, σ 表示 sigmoid 激活函数, c t - 1 为上一时

刻记忆单元的值,与神经网络类似,LSTM 是依靠记

忆单元实现 “ 记忆” 功能。 与神经网络不同的是,
LSTM 并没有直接将记忆单元送入下一时刻的输

入,而是通过输入门、遗忘门和输出门等门控机制来

控制信息的传输与更新。 输入门、遗忘门和输出门

的作用机制在这里不再赘述。
LSTM 的预测精度与时间步长的选择息息相

关,根据表 1 可知,输入时间步长为 7 时效果最好;
随着输出时间步长的增大,模型预测的准确率会随

之下降 [ 20] 。 因此,在采用 LSTM 模型进行风电功率

预测时,宜选用单步预测的方式。 单步预测的输出

为当前时刻的功率值。 本文构建了一种滚动预测模

型,通过滑动窗口的方式调整输入,具体过程如图 2
所示。 当要预测 t 时刻的功率值时,使用 t- 6,t- 5,
…,t-1,t 时刻的特征值作为输入,输出为 t 时刻的

风电预测功率。
2. 2　 粒子群优化算法

粒子群优化算法 ( particle
 

swarm
 

optimization,
 

PSO)从鸟群觅食的行为中得到启发,基于鸟群中个
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图 2　 单步滚动预测方式

Figure
 

2　 Single-step
 

rolling
 

prediction
 

method

体之间的协作和信息共享的思想,将鸟抽象为粒子,
将食物抽象为所要搜索的最优解 [ 21] 。

设目标搜索空间维度为 N,群体中共有 M 个粒

图 3　 粒子群算法流程图

Figure
 

3　 Particle
 

swarm
 

algorithm
 

flow
 

chart

子,则在第 t 次迭代时,粒子 i 搜索过程为

X i( t) = x i1( t){ ,x i2( t) ,…,x iN( t)} ; (3)
V i( t) = v i1( t){ ,v i2( t) ,…,v iN( t)} ; (4)
pbest( t) = p i1( t){ ,p i2( t) ,…,p iN( t)} ; (5)
gbest( t) = g i1( t){ ,g i2( t) ,…,g iN( t)} ; (6)

v ik( t + 1) = ωv ik( t) + a1 r1( p ik( t) - x ik( t) ) +
a2 r2(g ik( t) - x ik( t) ) 。 (7)

式中: X i( t) 为粒子所处位置; V i( t) 为粒子飞行速

度; pbest 为粒子目前发现的最好位置; gbest 为整个群

体目前发现的最好位置; ω 为惯性权重, ω 较大时,
粒子有较强的全局寻优能力,但容易忽略局部最优;
a1 、a2 为学习因子; r1 、r2 为( 0,

 

1)上的随机数;k 表

示 N 维空间中的第 k 个维度。
粒子群算法的流程图如图 3 所示,首先,设置种

群数目、惯性权重等参数;除此之外,还应设置粒子

的飞行速度范围,以保证粒子不会离开搜索空间。
其次,计算每个粒子的适应度并比较,得到当前的个

体最优值与全局最优值。 在迭代过程中,每个粒子

的速度和位置都会发生改变,需要更新个体粒子最

佳位置。 最后,更新全局粒子最优位置,不断重复直

至达到限制条件后结束循环。
2. 3　 评价指标

本文选用均方根误差 RMSE、 平均绝对误差

MAE [ 22] 及预测准确率 CR 来评估模型预测效果。

RMSE = 1
m∑

m

i = 1
 

ŷ i - y i( )
2 ; (8)

MAE = 1
m∑

m

i = 1
 

ŷ i - y i ; (9)

CR = 1 - 1
m∑

m

i = 1
 

ŷ i - y i

C i
( )

2

。 (10)

式中: ŷ i 和 y i 分别表示第 i 个样本的预测值和实际

值;m 为样本数量; C i 为 i 时刻开机容量。

3　 算例分析

实验所使用的数据来自于 2022 年 KDD 杯空间

动态风电预测挑战赛数据集,该数据集采集于某风

电场的 SCADA 系统,该风电场由 134 台风电机组组

成,SCADA 系统每隔 10
 

min 采集一次数据,共 245
 

d
的数据量。 所采集的数据包含风速、风向、环境温

度、机舱温度、机舱方向、叶片浆距角。
预测模型实际运行与代码实现基于 Python 中

的 TensorFlow 框架;具体实验设备为配备 RTX3090
显卡、24 GB 显存的计算机一台。
3. 1　 单机组预测

为研究单机组风电功率预测,选取机组 1 作为

实验样本,分析机组 1 在不同模型下的预测效果。
机组 1 前 242

 

d 的功率已知,最后 3
 

d 的功率作为待

预测值,但提供了后 3
 

d 的 NWP 数据。
LSTM 隐含层层数设置为 3,利用 PSO 对 3 层隐

含层的神经元个数进行寻优。 在具体应用 PSO 时

加入了相关先验知识,确定 LSTM 隐含层层数大致

在何种范围内表现较为优异,然后在该范围中进行

具体寻优,确定最终参数。 PSO 的目标函数为验证

集的均方误差 MSE valid :

MSE valid = 1
m∑ m

i = 1
 
ŷ i - y i( )

2 。 (11)

　 　 PSO 运行结果如图 4 所示,随着迭代次数的增

加,其目标函数值逐渐减小;通过 PSO 算法,得到 3
个隐含层最佳神经元个数分别为 90,110,60,目标
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函数最小值为 1
 

578. 73。

图 4　 PSO 迭代过程

Figure
 

4　 PSO
 

iterative
 

process

为验证 PSO 寻优的有效性,分别取 PSO 寻优下

界、寻优上界及上下界平均值作为 LSTM 模型参数

进行对比,具体参数如表 2 所示。
表 2　 多种 LSTM 具体参数

Table
 

2　 Specific
 

parameters
 

of
 

various
 

LSTMs

模型
神经元个数

隐含层 1 隐含层 2 隐含层 3
LSTM1 10 10 10
LSTM2 120 120 120
LSTM3 65 65 65

PSO-LSTM 90 110 60

　 　 采用 PSO-LSTM 模型, 得到预测结果如图 5
所示。

图 5　 机组 1 的 PSO-LSTM 预测结果

Figure
 

5　 PSO-LSTM
 

prediction
 

results
 

of
 

unit
 

1

为保证模型预测性能评估的客观性,将每个模

型均训练 10 次,并从中去除每个评估指标的最大值

与最小值,取 8 次的平均值后得到相应的评估指标

的最终值,并引入 VMD-LSTM [ 23] 进行对比实验,所
得结果如表 3 所示。 VMD-LSTM 方法是通过 VMD

对预处理后的风电功率数据进行分解,采用 LSTM
对得到的多个子风电功率数据分量进行训练和预

测,最后将预测的子风电功率数据分量加和,得到最

终的预测结果。
表 3　 不同模型机组 1 的预测结果

Table
 

3　 The
 

prediction
 

results
 

of
 

different
 

model
 

unit
 

1

模型 RMSE MAE 准确率 / %
LSTM1 56. 030 38. 58 96. 38
LSTM2 55. 380 38. 18 96. 43
LSTM3 52. 930 39. 53 96. 59

VMD-LSTM1 79. 670 64. 51 94. 86
VMD-LSTM2 112. 160 87. 75 92. 76
VMD-LSTM3 99. 440 77. 38 93. 58

VMD-PSO-LSTM 96. 250 68. 47 93. 67
PSO-LSTM 44. 350 30. 73 97. 14

　 　 图 6 为 PCA 累计方差的贡献率。 由图 6 可知,
随着特征数量的增大,其主成分方差累计贡献率也

随之增大。 当主成分个数为 5 时,方差累计贡献率

已接近 100%,因此,在本文中选择的主成分个数为

5,即达到了去除冗余特征的目的。 为验证 PCA 特

征工程的有效性,采取相应对比实验,并引入训练时

间作为评价指标,预测结果如表 4 所示。

图 6　 主成分累计方差贡献率

Figure
 

6　 Principal
 

component
 

cumulative
 

variance
 

contribution
 

rate

表 4　 PCA 使用前后预测结果

Table
 

4　 Prediction
 

results
 

before
 

and
 

after
 

using
 

PCA

预测模型 RMSE MAE 准确率 / % 训练时间 / s
使用 PCA 44. 35 30. 73 97. 14 301. 9
未使用 PCA 50. 06 36. 07 96. 71 300. 2

　 　 由表 4 可知,经过特征工程 PCA 后,PSO-LSTM
模型的预测准确率更高,预测性能更好,RMSE 与

MAE 相较未采用 PCA 的 LSTM-PSO 分别降低了

11. 4%和 14. 8%,二者的训练时间基本相同。 造成

这一现象的原因是在本次实验所使用的数据集中,
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PCA 仅将特征空间从 8 维降至 5 维,数据量的减小

并不明显;但当数据集的特征数较多时,PCA 在训

练时间上将取得显著效果,因而,这一方法对风电功

率预测相关工作具有一定的借鉴意义。
3. 2　 多机组预测

通过表 3 可以看出在单机组功率预测中所提出

的 PSO-LSTM 模型表现较为优异,将该模型应用于

多机组风电功率预测,通过多角度对比实验测试该

模型的泛化性能。
实验随机选取 8 台机组,首先对 8 台机组分别

进行数据清洗,得到完备数据集,其次进行主成分分

析,提取重要特征;完成上述步骤后,将数据放入模

型中训练, 得到最终预测结果, 具体流程如图 7
所示。

图 7　 多机组风电功率预测流程图

Figure
 

7　 Multi-unit
 

wind
 

power
 

prediction
 

flow
 

chart

VMD-LSTM 在单机组风电功率预测中预测误

差较大,归纳其原因 [ 24] 主要有: ① VMD 分解算法

在超短期预测中能有较良好表现,在短期预测中

预测性能会有所下降;② VMD 分解后目标值与特

征之间的相关性会被改变,即原先与目标值强相

关的特征在时间序列下采样为几个子序列后,该

特征与子序列的相关性会降低;③ VMD 分解结果

会有一定的残差分量,即所有的本征模态函数之

和并不等于原序列,二者之间相差一个残差项,因
而在分解过程中会有一定的信息损失,可能会丢

失一些重要信息。
因此在多机组预测中,不再引入 VMD-LSTM 模

型进行对比实验。 使用 LSTM1、 LSTM2、 LSTM3 及

PSO-LSTM 进行多机组风电功率预测,所有输入特

征均已经 PCA 降维。 图 8 为使用 PSO-LSTM 模型

对多机组的风电功率预测效果图。 分别对每个模型

训练 10 次,去除对应指标最大最小值后取平均值,

　 　 　 　 　 　

图 8　 多机组 PSO-LSTM 预测结果

Figure
 

8　 Multi-unit
 

PSO-LSTM
 

prediction
 

results

得到结果如表 5 所示。
表 5　 不同模型多机组预测结果

Table
 

5　 Multi-unit
 

prediction
 

results
 

of
 

different
 

models

预测模型 RMSE MAE 准确率 / %
LSTM1 229. 35 178. 68 98. 11
LSTM2 195. 72 137. 15 98. 39
LSTM3 263. 24 204. 02 97. 84
PSO-LSTM 172. 66 130. 25 98. 58

　 　 由表 5 可见,所提出的 PSO-LSTM 模型不仅在

单机组预测中表现较好,并且在多机组风电功率预

测中也取得了最佳的效果,具体表现为其 RMSE 相

较表现 最 优 的 LSTM2 降 低 了 11. 8%, MAE 相 较

LSTM2 降低了 5. 03%,其准确率也在所有模型中表

现最优, 达到了 98. 58%。 这表明所提出的 PSO-
LSTM 模型具有较好的泛化能力,它能够更准确地

预测风电场未来一段时间内的输出功率,从而提高

风电 站 运 行 效 率, 降 低 发 电 成 本。 通 过 PSO 对

LSTM 的隐含层 1 ~ 3 神经元个数等参数进行优化,
能够保证提高 LSTM 的性能,实现风电预测精度的

提高。
需要说明的是,本文提出的 PSO-LSTM 模型训

练所需的时间较常规 LSTM 模型训练所需的时间有

较大的增加,这是由于 PSO 算法中种群更新和迭代

进化均需要对每一个个体的 LSTM 进行训练。 然

而,由于计算机硬件的快速发展和云平台的迅速普

及,上述时间的差距会逐步缩小,在工程应用中通过

部署高配置的计算机硬件或者基于云平台开展算法

预测,能够逐步减少训练所需的时间 [ 25] 。

4　 结论

本文提出了一种基于 PSO-LSTM 的多机组风电

功率预测方法,并取得了显著成效。
(1)针对风能随机性、无序性的特点,采用斯皮
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尔曼相关系数法对功率时间序列进行量化分析,其
次采用 PCA 对输入特征进行降维,通过实验证明

PCA 主成分分析的有效性。
(2)构建了多元特征输入,通过结合 NWP 数据

与历史数据, 构建多元 特 征, 来 驱 动 LSTM 实 现

预测。
(3)在搭建 LSTM 模型中,采用单步滚动预测方

式以提高预测精度,并且对 LSTM 模型超参数的选

择问题,引入了 PSO 算法。
(4)使用某风电场实际采集数据对所提出的模

型进行验证,大量实验表明,PSO-LSTM 模型相较于

LSTM、VMD-LSTM 等模型具有更佳的性能;同时将

单机组预测推广至多机组,以考察模型泛化性能,通
过大量实验发现,PSO-LSTM 在多机组风电功率预

测中也有着最优表现。
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Abstract:
   

At
 

present,
 

the
 

manual
 

adjustment
 

of
 

hyper-parameter
 

for
 

current
 

wind
 

power
 

prediction
 

model
 

was
 

slow
 

and
 

unreliability.
 

In
 

order
 

to
 

achieve
 

the
 

prediction
 

effect,
 

the
 

model
 

used
 

in
 

wind
 

power
 

prediction
 

needs
 

to
 

select
 

the
 

appropriate
 

hyper-parameters
 

for
 

the
 

model.
 

Based
 

on
 

this,
 

in
 

this
 

study,
 

a
 

multi-unit
 

wind
 

power
 

prediction
 

model
 

was
 

proposed
 

based
 

on
 

long
 

short-term
 

memory
 

( LSTM) .
 

Firstly,
 

the
 

Spearman
 

correlation
 

method
 

was
 

used
 

to
 

quantitative
 

analysis.
 

Secondly,
 

the
 

principal
 

component
 

analysis
 

( PCA)
 

was
 

used
 

to
 

reduce
 

the
 

dimension
 

of
 

the
 

input
 

features
 

as
 

well
 

as
 

extract
 

the
 

key
 

information.
 

In
 

addition,
 

considering
 

the
 

difficulty
 

of
 

choosing
 

parame-
ters

 

for
 

LSTM,
 

in
 

this
 

study,
 

particle
 

swarm
 

optimization
 

( PSO)
 

algorithm
 

was
 

used
 

to
 

optimize
 

the
 

number
 

of
 

hid-
den

 

layer
 

neurons
 

in
 

each
 

layer
 

of
 

LSTM.
 

For
 

the
 

problem
 

of
 

wind
 

power
 

prediction
 

of
 

multiple
 

units,
 

in
 

this
 

study,
 

a
 

single
 

wind
 

turbine
 

was
 

used
 

to
 

find
 

the
 

most
 

excellent
 

model
 

in
 

a
 

single
 

unit,
 

and
 

applied
 

the
 

prediction
 

model
 

to
 

multi-unit
 

prediction.
 

Experiments
 

showed
 

that
 

compared
 

with
 

other
 

models,
 

the
 

root
 

mean
 

square
 

error
 

of
 

the
 

pro-
posed

 

method
 

was
 

reduced
 

by
 

11. 8%,
 

and
 

the
 

mean
 

absolute
 

error
 

was
 

reduced
 

by
 

5. 03%.
Keywords:

 

long
 

short-term
 

memory;
 

wind
 

power
 

prediction;
 

multi-unit;
 

particle
 

swarm
 

optimization
 

algorithm;
 

feature
 

selection




