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摘 　 要:
 

传统的差分进化算法求解优化问题一般从零知识开始,独立搜索,没有利用已求解过的相似问题信息,针

对这一问题,在传统的差分进化算法中引入迁移学习技术。 首先,利用存在相关性的源问题的优化种群和目标问

题的当前种群抽取关键信息,通过联合分布适配的方法映射到高维希尔伯特空间。 其次,用映射后得到的矩阵构

建新种群,代替目标问题的种群,完成后续进化任务。 实现了 2 种迁移模式:在目标问题求解初始化时,将源问题

的有效信息进行迁移,引导算法搜索方向;目标问题求解迭代一定的次数后,再利用迁移的有效信息,加快种群收

敛速度。 最后,采用 9 组多任务测试函数对算法进行了测试,与无迁移的差分进化算法以及直接迁移种群的无适

配技术的差分进化算法进行对比。 结果表明:在求解质量方面,所提算法有 7 组优于传统的无迁移差分进化算法;
在求解速度方面,所提算法有 7 组比传统差分进化算法收敛速度更快;基于迁移学习的差分进化算法对提高目标

优化问题的求解精度和收敛速度是有效的。
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　 　 研究者模仿自然界中生物的群体行为,或者受

社会实践中某些活动的启发,提出了演化算法( evo-
lutionary

 

algorithm,
 

EA) [ 1- 3] ,它在求解优化问题时

表现出了优越的性能。 其中,差分进化算法( differ-
ential

 

evolutionary,
 

DE) [ 4- 5] 因其参数设置简单、搜

索能力强,成为最有效的演化算法之一。 DE 算法

同其他演化算法类似,生成随机的初始种群,通过交

叉、变异、选择算子进行种群的迭代更新,在决策空

间中进行搜索,直到找到最优解或者满足结束条件

为止。 传统的差分进化算法是从问题零知识的情况

下开始搜索,在搜索过程中始终保持种群的独立性,
各种交叉变异操作在种群个体之间进行,信息的交

互在种群内部完成。 不管是在求解的初始阶段还是

在求解过程中,传统的差分进化算法没有利用已求

解过的相似问题信息获得有效知识。
迁移学习 [ 6] 是机器学习中最热门的研究领域

之一。 迁移学习的基本思想是将已经解决的问题的

结果或者方法运用到未解决的问题中,以加快新问

题的求解速度或提高问题的求解精度。 一般地,将
已经学习过的知识领域称作源域,将待应用或待求

解的新领域称作目标域。 迁移学习已经在图像分

类 [ 7] 、自动驾驶 [ 8] 、推荐系统 [ 9] 等领域均展现出良

好的有效性。 迁移学习与演化计算相结合的研究工

作近期受到诸多学者的关注 [ 10- 11] 。 Jiang 等 [ 12] 应用

迁移学习机制求解动态优化问题,设计了一个集成

迁移成分分析和多目标优化的算法框架,并将该算

法框架与 3 个典型的多目标优化算法 NSGA-Ⅱ、
MOPSO 和 RM-MEDA 相结合,求解动态多目标优化

问题。 Jiang 等 [ 13] 又提出一种基于领域自适应和非

参数估计的分布估计算法 DANE-EDA,该算法将蒙

特卡洛方法与迁移学习相结合,用以维持在动态优

化中勘探与开发的平衡。 张勇等 [ 14] 提出一种基于

相似历史信息迁移学习的进化优化框架,该算法从

历史模型库中寻找与新问题相匹配的历史问题,将
历史问题对应的知识迁移到新问题中,以提高种群

的搜索效率。 刘璐等 [ 15] 提出 Tr-NSGA
 

Ⅱ算法,该算
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法将 NSGA-Ⅱ算法与迁移成分分析方法相结合,对
含有历史信息的种群进行搜索,以提高种群的搜索

效率与算法的收敛性能。 尚青霞等 [ 16] 提出一种基

于降噪自动编码器的进化多任务算法,通过显式的

遗传 迁 移 方 法, 实 现 跨 任 务 的 迁 移 学 习。 Feng
等 [ 17] 将基于自动编码器的显式迁移技术扩展到了

多目标多任务优化,针对多目标问题的特征,提出了

多目标种群排序和映射矩阵的方法,用于优选解的

迁移。
现有算法中使用的迁移学习技术有迁移成分分

析( transfer
 

component
 

analysis,
 

TCA) [ 18] 、测地线流

式核法 ( geodesic
 

flow
 

kernel,
 

GFK) [ 19] 等。 本文将

另一种迁移学习技术———联合分布适配( joint
 

distri-
bution

 

adaptation,
 

JDA) [ 20] 方法引入到演化计算中。
JDA 是一种更巧妙、更精准的求解方法,对不同问题

的适配程度更好,因此本文提出一种基于联合分布

适配的单向迁移差分进化算法。 该算法利用已求解

过的简单单目标优化问题(源问题) 的种群信息,通
过联合分布适配的迁移学习技术,将有效知识迁移

到具有相似性的复杂单目标优化问题(目标问题)
中,以提高求解目标问题的收敛速度与求解精度。

1　 迁移学习基础

1. 1　 最大均值差异

最大均值差异是迁移学习中应用较多的一种损

失函数,用来衡量 2 个不同但存在一定相似性的随

机变量的分布距离。 这里假设存在一个源域 X s =
[ x s1

,x s2
,…,x sn

] 满足 P 分布,存在一个目标域 X t =

[ x t1
,x t2

,…,x tm
] , 假设 H 为再生核希尔伯特空间

(reproducing
 

kernel
 

Hilbert
 

space,RKHS), Φ(·):X → H
表示原始特征空间映射到再生核希尔伯特空间的映

射函数,当 n、m → ∞ 时, X s 和 X t 在再生核希尔伯特

空间中的最大均值差异 ( maximum
 

mean
 

discrepan-
cy,

 

MMD) [ 15] 表示如下:

dist(X s,X t) = 1
n ∑

n

i = 1
f(x s i

) - 1
m∑

m

j = 1
f(x t j

) 。 (1)

实际上,MMD 所求即源域与目标域映射到高维

向量空间后的均值差异。 目前 MMD 应用的实例不

在少数,并且证明其具有良好的效果。 但将其运用

在迁移学习中并与演化计算相结合的实例仍然很少

出现。
1. 2　 联合分布适配

联合分布适配是迁移学习中一种常用的方法,
其目的是通过学习源域数据中有用的相关知识,进
而对目标域的求解过程提供可靠有力的帮助。

1. 2. 1　 边缘分布适配

为了使源域数据与目标域数据的边缘概率即

P(ATX s) 和 P(ATX t) 之间的距离尽可能小,采用最

大均值差异 MMD 距离来度量源域与目标域的边缘

概率分布差异,具体的表达式为

1
n ∑

n

i = 1
ATxsi

- 1
m∑

m

j = 1
ATxti

2

= tr(ATXM0X
TA)。 (2)

式中: X 为源域与目标域整合在一起的数据; M0 为

一个 MMD 矩阵,表达式为

(M0 ) ij =

1
n2 , x i,x j ∈ s;

1
m2 , x i,x j ∈ t;

- 1
mn

, 其他。

ì

î

í

ï
ï
ï
ï

ï
ï
ï
ï

(3)

式中: s 为有标注的源域; t 为无标注的目标域;n
和 m 分别为源域和目标域的样本个数。 通过式

(3) ,使得边缘分布 P(ATX) 在某种形式下距离尽

可能地接近。
1. 2. 2　 条件分布适配

同样地,需要对源域和目标域的条件概率分布进

行适配。 根据贝叶斯公式 P(y t |Xt) = P(y t )P(Xt | y t )
和充分统计量的定义,在样本中存在较多的未知量

并且样本足够好的情况下,便可以从样本中选择一

些统计量用来近似替代实际需要估计的分布,这里

可用 P(X t | y t) 来近似 P( y t | X t) 。 使用 (X s,y s)
训练一个 K 近邻分类器,利用这个分类器,对已知

的 X t 进行预测,得到预测标签 ŷ t, 作为目标域标注

进行计算。 则此时类间的 MMD 距离可以表示为

∑
C

c = 1

1
n c

∑ X s i
∈ ( c)

s
ATX s i

- 1
m c

∑ X t i
∈ ( c)

t
ATX t i

2

=

tr(ATXM cX
TA) 。 (4)

式中: n c、m c 分别为源域和目标域中来自第 c 类的

样本个数。 M c 为

(M c) ij =

1
n2

c

, x i,x j ∈ ( c)
s ;

1
m2

c

, x i,x j ∈ ( c)
t ;

- 1
m cn c

,
x i ∈ ( c)

s ,x j ∈ ( c)
t ;

x i ∈ ( c)
t ,x j ∈ ( c)

s ;{
0, 其他。

ì

î

í

ï
ï
ï
ï
ïï

ï
ï
ï
ï
ïï

(5)

通过条件分布适配,可以使得源域与目标域之

间的条件分布 P( y | ATX) 尽可能地减小差异。
联合分布适配要求源域和目标域之间的边缘分
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布适配与条件分布适配均尽可能地小,故将上述 2
种适配方法相结合,得到了联合分布适配的目标

函数:

min∑
C

c = 1
tr(ATXM cX

TA) + λ‖A‖ 2
F 。 (6)

式中: λ‖A‖ 2
F 为正则项。 同时,需要一个限定条

件为一个变换前后数据的方差维持不变,增加另外

的一个优化目标 max ATXHXTA, 其中 H 为中心矩

阵。 将其与原来的优化目标合并,并使用拉格朗日

法可得

( X∑
C

c = 0
M cX

T + λI ) A = XHXTAΦ。 (7)

式中: Φ 为拉格朗日乘子; I = ATXHXTA。 经过多

次迭代过程,使得预测出的标签 ŷ t 与真实标签之间

的误差逐渐减小,且可以求出变换矩阵 A, 最终实

现源域和目标域适配的目的。

2　 基于联合分布适配的单向迁移差分进化

算法

　 　 当目标域数据完全无标注时,一般可以通过迁

移成分分析的方法进行适配。 该方法实现简单,但
计算消耗时间多,且因为只对边缘概率分布进行适

配,可能会存在领域间欠适配的问题,进而影响到对

目标域问题的求解准确度。 Long 等 [ 20] 于 2014 年提

出了联合分布适配,较好地解决了上述问题。 联合

分布适配方法要解决的是找到一种变换矩阵 A, 使

得源域数据与目 标 域 数 据 的 边 缘 概 率 ( 分 别 为

P(ATX s) 和 P ( ATX t ) ) 和 条 件 概 率 ( 分 别 为

P( y s | ATX s) 和 P ( y t | ATX t ) ) 的距离均尽可能地

减小。
因此,本文提出基于联合分布适配的单向迁移

差分进化算法( JDA
 

based
 

transfer
 

differential
 

evolu-
tion

 

algorithm,
 

JDA_ TrDE) ,实现了两种迁移模式:
第一种是对初始种群的迁移;第二种是对迭代过程

中生成种群的迁移。
2. 1　 初始迁移的 DE 算法 JDA_TrDE1

 

JDA_TrDE1 算法对初始种群采用迁移技术。 考

虑到种群初始化的随机性,该算法在搜索之初就利

用源问题优化后的种群,在初始时刻利用已学知识

给目标问题一个指向性的引导,尽可能地避免种群

的无效搜索。 在算法中需要对源数据设置标签,本
文采用的方法是将种群个体的适应值进行归一化处

理后,按照大小划分成 3 类,分别赋予个体 0、1、2
 

共

3 类标签。
JDA_TrDE1 算法流程如下。

输入:种群规模 NP、比例因子 F 和交叉概率

PCR 、 迭代次数 generation、源问题优化种群 Ps;
输出:目标优化问题的最优解 y 和最优个体 x。
Step

 

1　 从 Ps 中抽取个体的基因形成源域数据

X s, 个体的适应值转化为源域数据的标签 y s, 形成

有标注的源域 s;
Step

 

2　 在目标问题下生成随机的初始化种群

Pt,从 Pt 中抽取个体的基因形成目标域数据 X t, 转化

为无标注的目标域 t;
Step

 

3　 将 s 和 t 作为 JDA 算法的输入,利用

式(6)得到的变换矩阵 A 将 X t 进行变换,得到新的

矩阵 Xt_new;
Step

 

4　 令 Xt_new 作为个体的基因构建新种

群,替换目标问题的初始种群;
Step

 

5　 使用 DE 算法的变异、交叉、选择操作

进行迭代;
Step

 

6 　 迭代次数达到设定的代数 generation,
算法终止;

Step
 

7　 得到最优解 y 和最优个体 x,结束迭代

过程。
2. 2　 过程迁移的 DE 算法 JDA_TrDE2

 

JDA_TrDE2 算法在迭代过程中进行种群迁移操

作。 目标问题求解之初,采用 DE 算法进行随机搜

索一定的次数,使其充分搜索可能的区域。 而后加

入从源问题中所学到的知识,引导种群在剩余迭代

次数中尽可能快地收敛。
JDA_TrDE2 算法流程如下。
输入:种群规模 NP、比例因子 F 和交叉概率

PCR 、 迭代次数 generation_1、迭代次数 generation_2、
源问题优化种群 Ps;

输出:单目标优化问题的最优解 y 和最优个

体 x。
Step

 

1　 初始化种群 Pt;
Step

 

2　 使用 DE 算法求解最优解 generation_1 代;
Step

 

3　 得到运行 generation_1 代的种群 Pt1 ;
Step

 

4　 从 Ps 中抽取个体的基因形成源域数据

X s 个体的适应值转化为源域数据的标签 y s, 形成有

标注的源域 s;
Step

 

5　 从 Pt1 中抽取个体的基因形成目标域

数据 X t, 转化为无标注的目标域 t;
Step

 

6　 将 s 和 t 作为 JDA 算法的输入,利用

式(6)得到的变换矩阵 A 将 X t 进行变换,得到新的

矩阵 Xt_new;
Step

 

7　 令 Xt_new 作为个体的基因构建新种

群,替换目标问题的 Pt1 , 应用 DE 算法进行求解
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generation_2 代;
Step

 

8　 得到最优解 y 和最优个体 x,结束迭代

过程。

3　 实验及结果分析

3. 1　 实验设置

本文采用文献 [ 16] 中的测试问题对所提算法

的性能进行评估,每组测试问题由 2 个常见的单目

标优化函数组成。 一般地,每组测试问题中,任务 1
( T1 )为简单函数,任务 2( T2 ) 为复杂函数。 对于每

组函数给出函数类型和函数间的相交程度与相似

度,相似度值越高表明函数间相似程度越高 ( 基于

Pearson 相关性 [ 21] 对任务间相似度进行定义) ,于表

1 中总结了实验中涉及的 9 组测试问题,d 为维度。
为了验证本文所提出的改进差分进化算法的有效

性,在对比实验中增加无联合分布适配直接迁移算

法,包含 2 种模式:一是在初始阶段直接将 T1 问题

的最优解完全迁移到 T2 问题中的初始迁移 TrDE1 ;
二是 generation_1 代迭代过后直接将 T1 问题的解完

全迁移到 T2 问题中的过程迁移 TrDE2 。 实验具体

参数设置如表 2 所示。
3. 2　 实验结果与分析

3. 2. 1　 解的质量

本文所提算法与对比算法在测试问题实验中得

到的平均目标值和标准偏差如表 3 所示,与文献

[16]中进化多任务算法中对 T2 问题的求解结果进

　 　 　

行对比,采用置信水平为 95%的 Wilcoxon 秩和检验

法对实验结果进行检测。
表 3 中记录每个问题求解出的平均目标值和标

准偏差。 在 9 组测试函数中,有 7 组测试函数是利

用迁移学习的方法可以求出更优解的。 在这 7 组求

出更优解的实验中,通过本文提出的两种迁移学习

方法求出 最 优 解 的 测 试 函 数 一 共 有 4 组, JDA _
TrDE1 和 JDA_TrDE2 方法求出的解为这 5 种算法中

最优的 2 种解;测试问题 1 和 8,虽然使用 JDA 方法

求出来的解不如使用直接迁移方法求出来的解更

优,但都比不使用迁移学习方法直接求解的效果更

优。 测试问题 6 为文献[ 16] 中所提迁移学习算法

求解结果更优, 本文提出的 JDA _ TrDE1 和 JDA _
TrDE2 算法为第 2、第 3 优解,且均比不使用迁移学

习方法直接求解的效果更优。 通过较好的实验结果

证明,使用单向迁移学习优化过后的差分进化算法

是可以提高算法的优化性能的,并且实验结果显示,
初始迁移的 JDA _ TrDE1 方法比过程迁移的 JDA _
TrDE2 方法求得的目标值更优。

采用联合分布适配方法将源问题的先验知识迁

移到目标问题上,对帮助求解目标问题是有效的。
将源域数据和目标域数据映射到同一高维空间中,
分别进行数据间边缘分布适配与条件分布适配,减
小随机变量的分布距离,使源问题数据中的有效信

息更完整、更精确地帮助求解目标问题。 但联合分

布适配也存在一些问题,例如,在求解复杂多峰函数

　 　表 1　 测试问题属性

Table
 

1　 Test
 

problem
 

attributes

测试问题 优化函数 任务性质 搜索空间 相交程度 相似度

1
Griewank( T1 ) 多峰,不可分 x ∈ [ - 100,100] d

Rastrigin( T2 ) 多峰,不可分 x ∈ [ - 50,50] d 完全相交 1. 000
 

0

2
Ackley( T1 ) 多峰,不可分 x ∈ [ - 50,50] d

Rastrigin( T2 ) 多峰,不可分 x ∈ [ - 50,50] d 完全相交 0. 226
 

1

3
Ackley( T1 ) 多峰,不可分 x ∈ [ - 50,50] d

Schwefel( T2 ) 多峰,可分 x ∈ [ - 500,500] d 完全相交 0. 000
 

2

4
Rastrigin( T1 ) 多峰,不可分 x ∈ [ - 500,500] d

Sphere( T2 ) 单峰,可分 x ∈ [ - 50,50] d 部分相交 0. 867
 

0

5
Ackley( T1 ) 多峰,不可分 x ∈ [ - 50,50] d

Rosenbrock( T2 ) 多峰,不可分 x ∈ [ - 50,50] d 部分相交 0. 215
 

4

6
Ackley( T1 ) 多峰,不可分 x ∈ [ - 50,50] d

Weierstrass( T2 ) 多峰,不可分 x ∈ [ - 0. 5,0. 5] d 部分相交 0. 072
 

5

7
Rosenbrock( T1 ) 多峰,不可分 x ∈ [ - 50,50] d

Rastrigin( T2 ) 多峰,不可分 x ∈ [ - 50,50] d 不相交 0. 943
 

4

8
Griewank( T1 ) 多峰,不可分 x ∈ [ - 100,100] d

Weierstrass( T2 ) 多峰,不可分 x ∈ [ - 0. 5,0. 5] d 不相交 0. 366
 

9

9
Rastrigin( T1 ) 多峰,不可分 x ∈ [ - 50,50] d

Schwefel( T2 ) 多峰,可分 x ∈ [ - 500,500] d 不相交 0. 001
 

6
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问题时,当源域数据与目标域数据之间的距离没有

缩减到合适的范围,源域数据没有提供很好的知识

帮助,就可能使目标问题陷入局部最优解,例如测试

问题 3 和 9;当源问题与目标问题之间完全相交且

相似程度极高时,例如测试问题 1,源问题与目标问

题的最优解可能极为相似,因此进行联合分布适配

以后的迁移效果略差于直接迁移。
3. 2. 2　 收敛速度

为了进一步说明使用单向迁移技术可以加快求

解单目标优化问题的收敛速度,本节对原始差分进

化算法( DE) 、无联合分布适配技术的直接迁移差分

进化算法的 2 种模式即初始迁移 TrDE1 算法和过

程迁移 TrDE2 算法以及基于联合分布适配的迁移差

分进化算法 2 种模式即初始迁移 JDA _TrDE1 算法

和过程迁移 JDA _TrDE2 算法每次迭代结束后的最

小值变化过程进行轨迹追踪分析。
图 1 描绘了采用 5 种算法求解测试问题中任务

　 　

T2 的每次迭代结束后的最小值变化过程。 其中,横
坐标为迭代次数,图 1( a) 、1( b) 、1( d) 、1( e) 、1( g)
的纵坐标为目标值的对数,图 1( c) 、( f) 、( h) 、( i)的

纵坐标为目标值。
表 2　 实验具体参数设置

Table
 

2　 Experiment-specific
 

parameter
 

settings

项目 参数名称 参数含义 取值

DE 算法

NP 种群大小 100
— 算子类型 DE / rand / 1

generation 迭代次数 1
 

000
F 缩放因子 0. 6

PCR 交叉概率 0. 7

JDA 算法
kernel_type 内核类型 primal

K 迭代次数 1

JDA_TrDE2

generation_1 迁移前迭代次数 100
generation_2 迁移后迭代次数 900

测试问题
n 独立运行次数 20
d 问题维度 60

表 3　 不同算法在单目标问题上的平均目标值和标准偏差

Table
 

3　 Average
 

objective
 

values
 

and
 

standard
 

deviations
 

of
 

Different
 

algorithms
 

on
 

the
 

single
 

objective
 

problem

测试

问题

测试函数结果

DE 文献[16] TrDE1 TrDE2 JDA_TrDE1 JDA_TrDE2

均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差

1 3. 71E+2 3. 38E+1 2. 16E-2 8. 54E-2 8. 21E-6 4. 73E-6 3. 39E-5 1. 99E-5 1. 33E-4 8. 28E-5 5. 09E-4 1. 32E-4

2 3. 59E+2 3. 88E+1 1. 37E+1 2. 46E+1 3. 59E+2 3. 29E+1 3. 95E+2 4. 12E+1 1. 28E-4 3. 98E-5 4. 37E-4 1. 62E-4

3 1. 12E+4 7. 96E+2 6. 73E+3 9. 17E+2 1. 19E+4 6. 87E+2 1. 23E+4 8. 93E+2 1. 31E+4 8. 18E+2 1. 34E+4 1. 06E+3

4 2. 01E-2 1. 13E-2 1. 74E+2 1. 99E+2 5. 65E-5 1. 95E-5 2. 23E-4 7. 06E-5 5. 57E-7 2. 91E-7 2. 50E-6 7. 76E-7

5 1. 46E+2 1. 25E+2 1. 57E+2 5. 40E+1 1. 62E+2 1. 52E+2 3. 79E+2 2. 25E+2 4. 38E+1 2. 59E-1 4. 43E+1 2. 37E-1

6 1. 83E+0 2. 19E-1 2. 35E-3 3. 93E-3 3. 34E+0 1. 75E+0 3. 34E+0 1. 75E+0 1. 17E+0 1. 10E-1 1. 80E+0 2. 35E-1

7 3. 45E+2 2. 88E+1 2. 84E+1 2. 25E+1 4. 55E+1 8. 19E+1 5. 19E+1 8. 33E+1 1. 14E-4 4. 50E-5 4. 70E-4 1. 47E-4

8 1. 96E+0 2. 46E-1 2. 63E+0 5. 15E-1 5. 41E-1 8. 98E-2 8. 03E-1 1. 42E-1 1. 31E+0 1. 68E-1 1. 83E+0 1. 80E-1

9 1. 11E+4 1. 04E+3 7. 08E+3 9. 85E+2 1. 29E+4 9. 64E+2 1. 34E+4 1. 06E+3 1. 31E+4 9. 05E+2 1. 34E+4 9. 12E+2
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图 1　 优化问题迭代求解过程中的最小值变化轨迹

Figure
 

1　 Minimax
 

change
 

trajectory
 

during
 

iterative
 

solution
 

of
 

optimization
 

problems

　 　 从图 1 可以看出,使用单向迁移技术后的差分

进化算法在搜索过程中明显快于原始的差分进化算

法。 其中图 1( b) 、( d) 、( e)和( g)中,JDA_TrDE1 算

法和 JDA_TrDE2 算法的 2 条曲线不仅在收敛精度

上优于其他 3 种算法,且收敛速度也远快于其他 3
种算法,效果最佳。 JDA_TrDE2 算法在 100 代使用

联合分布适配技术后,下一代的最小适应度值均有

大幅减小,并且以后的收敛速度有明显的加快。 在

图 1( e)中,使用联合分布适配的两种算法在 400
代之前就已经收敛到最优值,且最优值比其他算

法迭代 1
 

000 代的收敛精度更好。 在图 1( a) 、( f)
和( h)中,收敛曲线证明单向迁移技术对求解问题

最优值的有效性是存在的,同样具有较高的收敛

速度和收敛精度。 因此,JDA_TrDE 1 算法和 JDA _
TrDE 2 算法同样有较好的收敛速度和收敛精度。
3. 3　 对联合适配分布不同参数的对比实验

在联合分布适配算法中,有 5 个重要参数,即内

核类型、 迁移后 的 维 度、 lambda 值、 rbf 内 核 带 宽

gamma 以及迭代次数。 本文对其中的内核类型 ker-
nel_type 及迭代次数 K,选取不同的值进行对比实

验。 对每种不同参数的算法独立运行 10 次。
表 4 为对联合分布适配选取不同内核的实验结

果,记录每个问题求解出的平均目标值和标准偏差。
对于验证的 9 个测试问题,其中内核为 primal 时有

1 个问题求得最优解;内核为 linear 时有 6 个问题求

得最优解;内核为 rbf 时有 2 个问题求得最优解。 对

于内核为 rbf,出现在测试问题 1、2 和 7 中求出来的

解的收敛精度远小于内核为 primal 和内核为 linear
的情况,所以在作为迁移技术求解单目标问题时,不
适合作为 JDA 算法的内核。 内核为 primal 和内核为

linear 时分别求出的最优解在比较后认为精度相差不

大,均可作为 JDA 算法在求解单目标问题时的内核。
表 5 为对联合分布适配选取不同迭代次数的实

验结果,记录每个问题求解出的平均目标值和标准

偏差。 对于验证的 9 个测试问题,K = 2 时有 2 个问

题求得最优解,K = 3 时有 4 个问题求得最优解,K =
5 时有 3 个问题求得最优解。 理论上,使用实验中

预测的标签作为伪目标标签并迭代运行 JDA,就可

以提高标签质量,直到收敛。 实验结果在一定程度

上也证明了这一点。 不过分析 9 个实验的收敛精度

发现,大多数问题对于迭代次数这个参数的敏感程

度并不高,最优解与次优解,甚至第三优解之间的差

距很小,因此在实验过程中可酌情选择 JDA 算法的

迭代次数。

表 4　 联合分布适配选取不同内核的对比实验

Table
 

4　 Comparison
 

experiments
 

of
 

different
 

kernels
 

selected
 

for
 

joint
 

distribution
 

adaptation

测试

问题

内核为 primal 内核为 linear 内核为 rbf
JDA_TrDE1 JDA_TrDE2 JDA_TrDE1 JDA_TrDE2 JDA_TrDE1 JDA_TrDE2

均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差

1 1. 33E-4 8. 28E-5 5. 09E-4 1. 32E-4 1. 01E-4 3. 05E-5 6. 19E-4 4. 05E-4 9. 90E-1 1. 46E-5 9. 90E-1 1. 26E-4

2 1. 28E-4 3. 98E-5 4. 37E-4 1. 62E-4 1. 26E-4 6. 21E-5 5. 10E-4 2. 15E-4 6. 03E-1 5. 17E-1 2. 02E-1 4. 21E-1

3 1. 31E+4 8. 18E+2 1. 34E+4 1. 06E+3 1. 34E+4 1. 05E+3 1. 34E+4 1. 03E+3 1. 33E+4 6. 49E+2 1. 36E+4 8. 39E+2

4 5. 57E-7 2. 91E-7 2. 50E-6 7. 76E-7 4. 92E-7 1. 87E-7 1. 53E-6 4. 94E-7 5. 74E-7 1. 91E-7 2. 45E-6 4. 59E-7

5 4. 38E+1 2. 59E-1 4. 43E+1 2. 37E-1 4. 38E+1 2. 31E-1 4. 42E+1 1. 77E-1 4. 47E+1 1. 95E+0 4. 42E+1 3. 09E-1

6 1. 17E+0 1. 10E-1 1. 80E+0 2. 35E-1 1. 05E+0 1. 34E-1 1. 47E+0 1. 45E-1 1. 09E+0 1. 60E-1 1. 73E+0 1. 40E-1

7 1. 14E-4 4. 50E-5 4. 70E-4 1. 47E-4 1. 01E-4 3. 53E-5 6. 12E-4 3. 19E-4 1. 99E-1 4. 19E-1 2. 00E-1 4. 19E-1

8 1. 31E+0 1. 68E-1 1. 83E+0 1. 80E-1 1. 01E+0 1. 75E-1 1. 52E+0 1. 51E-1 9. 23E-1 1. 09E-1 1. 46E+0 2. 00E-1

9 1. 31E+4 9. 05E+2 1. 34E+4 9. 11
 

E+2 1. 32E+4 8. 96E+2 1. 37E+4 7. 17E+2 1. 30E+1 9. 97E+2 1. 36E+4 6. 20E+2
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表 5　 联合分布适配选取不同迭代次数的对比实验

Table
 

5　 Comparison
 

experiments
 

of
 

different
 

iterations
 

of
 

joint
 

distribution
 

adaptation
 

selection

测试

问题

K = 2 K = 3 K = 5
JDA_TrDE1 JDA_TrDE2 JDA_TrDE1 JDA_TrDE2 JDA_TrDE1 JDA_TrDE2

均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差 均值 标准差

1 9. 94E-5 2. 64E-5 5. 10E-4 1. 24E-4 1. 32E-4 3. 97E-5 4. 43E-4 1. 77E-4 1. 73E-4 7. 59E-5 3. 70E-4 1. 42E-4
2 1. 14E-4 3. 97E-5 4. 93E-4 1. 74E-4 1. 17E-4 4. 64E-5 4. 20E-4 1. 42E-4 1. 16E-4 4. 61E-5 5. 00E-4 1. 42E-4
3 1. 29E+4 7. 14E+2 1. 36E+4 1. 06E+3 1. 26E+4 4. 15E+2 1. 36E+4 8. 58E+2 1. 32E+4 7. 49E+2 1. 36E+4 6. 68E+2
4 5. 67E-7 1. 32E-7 2. 21E-6 7. 02E-7 6. 14E-7 2. 53E-7 2. 26E-6 6. 56E-7 5. 56E-7 1. 69E-7 2. 46E-6 1. 23E-6
5 4. 38E+1 2. 17E-1 4. 43E+1 1. 52E-1 4. 38E+1 1. 49E-1 4. 42E+1 2. 91E-1 4. 37E+1 2. 25E-1 4. 44E+1 1. 64E-1
6 1. 24E+0 1. 50E-1 1. 70E+0 1. 86E-1 1. 16E+0 1. 64E-1 1. 86E+0 2. 43E-1 1. 18E+0 1. 74E-1 1. 86E+0 1. 87E-1
7 1. 13E-4 5. 40E-5 5. 10E-4 2. 71E-4 9. 35E-5 2. 42E-5 4. 30E-4 1. 08E-4 1. 28E-4 5. 18E-5 4. 12E-4 1. 10E-4
8 1. 28E+0 1. 95E-1 1. 74E+0 2. 31E-1 1. 21E+0 1. 58E-1 1. 93E+0 2. 18E-1 1. 25E+0 1. 78E-1 1. 76E+0 2. 50E-1
9 1. 30E+4 1. 02E+3 1. 36E+4 5. 90E+2 1. 30E+4 7. 54E+2 1. 30E+4 5. 64E+2 1. 28E+4 9. 65E+2 1. 39E+4 1. 36E+3

4　 结论

本文提出了基于联合分布适配的单向迁移差分

进化算法求解单目标优化问题,实现了 2 种迁移模

式的算法即初始迁移的 JDA _TrDE1 和过程迁移的

JDA_TrDE2 。 采用 9 组函数进行测试,并与原始差

分算法 ( DE ) 、 无适配技术的直接迁移差分算法

( TrDE)进行比较,实验结果表明:引入 JDA 后的算

法不仅能更快地跳出局部最优,提高算法的求解精

度,而且具有较好的收敛速度。 此外实验结果还得

出问题间的关系对算法性能有一定的影响,迁移模

式和 JDA 的参数对算法性能影响不大。 本文仅仅

对单目标优化问题进行了测试,下一步考虑将基于

JDA 的迁移优化应用到约束优化问题和多目标优化

问题,以全面评价所提方法的性能。 另外,本文采用

的测试函数具有一定的先验知识,源问题和目标问

题的相交程度和相似度是已知的,如果是在任意的

2 个问题中迁移,需要使用 JDA 评测问题间的关系,
并根据相似关系进行自适应迁移,这些也是后续的

研究内容。
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Unidirectional
 

Transfer
 

Differential
 

Evolution
 

Algorithm
 

Based
 

on
 

Joint
 

Distribution
 

Adaptation

LI
 

Xi1,2 ,
 

LI
  

Shuai1,2 ,
 

FENG
  

Yanhong1 ,
 

LI
 

Mingliang1
 

(1. School
 

of
 

Information
 

Engineering,Hebei
 

GEO
 

University,
 

Shijiazhuang
 

050031,China;
 

2. Laboratory
 

of
 

AI
 

and
 

Machine
 

Learning,
Hebei

 

GEO
 

University,
 

Shijiazhuang
 

050031,China)

Abstract:
  

In
 

traditional
 

differential
 

evolution
 

algorithm
 

solves
 

optimization
 

problems
 

generally
 

starting
 

from
 

zero-
knowledge

 

and
 

searching
 

independently
 

without
 

using
 

the
 

information
 

of
 

similar
 

problems
 

that
 

have
 

been
 

solved.
 

In
 

this
 

paper,
 

the
 

transfer
 

learning
 

technique
 

was
 

introduced
 

into
 

DE.
 

Firstly,
 

the
 

extracted
 

key
 

information
 

from
 

the
 

optimized
 

population
 

of
 

the
 

source
 

problem
 

and
 

the
 

current
 

population
 

of
 

the
 

target
 

problem
 

was
 

mapped
 

to
 

the
 

high-
dimensional

 

Hilbert
 

space
 

by
 

the
 

joint
 

distribution
 

adaptation
 

method.
 

Then
 

a
 

new
 

population
 

was
 

constructed
 

from
 

the
 

mapped
 

matrix
 

to
 

replace
 

the
 

population
 

of
 

the
 

target
 

problem.
 

Lastly,
 

the
 

subsequent
 

evolution
 

was
 

completed.
 

Two
 

transfer
 

modes
 

were
 

implemented:
 

transferring
 

the
 

effective
 

information
 

of
 

the
 

source
 

problem
 

to
 

guide
 

the
 

search
 

direction
 

of
 

the
 

algorithm
 

during
 

the
 

initialization;
 

utilizing
 

the
 

transferred
 

effective
 

information
 

after
 

a
 

certain
 

number
 

of
 

iterations
 

to
 

accelerate
 

the
 

population
 

convergence.
 

The
 

proposed
 

algorithm
 

was
 

tested
 

with
 

nine
 

sets
 

of
 

multi-task
 

test
 

functions,
 

and
 

compared
 

with
 

the
 

DE
 

without
 

transfer
 

and
 

transferred
 

DE
 

without
 

adaptation
 

tech-
nique.

 

The
 

results
 

showed
 

that,
 

the
 

proposed
 

algorithm
 

outperforms
 

the
 

traditional
 

DE
 

on
 

seven
 

sets
 

functions
 

in
 

term
 

of
 

solution
 

quality.
 

Moreover,
 

the
 

proposed
 

algorithm
 

converged
 

faster
 

than
 

DE.
 

Therefore,
 

the
 

transfer
 

learn-
ing-based

 

differential
 

evolution
 

algorithm
 

was
 

effective
 

in
 

improving
 

the
 

solution
 

accuracy
 

and
 

convergence
 

speed
 

of
 

the
 

objective
 

optimization
 

problem.
Keywords:

 

optimization
 

algorithms;
 

transfer
 

learning;
 

joint
 

distribution
 

adaptation;
 

unidirectional
 

transfer;
 

differ-
ential

 

evolutionary


