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改进 YOLOv7-tiny 的施工现场安全衣帽穿戴检测算法
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摘 　 要:
 

针对当前施工现场安全衣帽穿戴检测算法在复杂背景、弱光环境及目标遮挡情况下的抗干扰能力不足,
导致检测精度低、漏检率高及误检现象频繁等问题,提出了一种改进 YOLOv7-tiny 的施工现场安全衣帽穿戴检测算

法。 首先,在特征提取区域引入 EMA 注意力机制增强网络特征提取能力,弱化复杂背景干扰;其次,在特征融合部

分插入 RFEM 模块提升网络感受野,获取更广泛的上下文信息,增强对小目标的感知能力;最后,采用 Shape-IoU 替

换 IoU 边界回归损失函数,提升检测准确性。 实验结果表明:改进模型在自制数据集上的 mAP@ 0. 5 达到 90. 4%,
相比原模型提高 3. 0 百分点;帧率达到了 93 帧 / s,模型参数量仅为 6. 1× 106。 相比 YOLOv8s、YOLOv9s 等模型,所

提算法在检测精度、速度和模型轻量化方面更具优势,适合施工现场的实时检测应用。
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　 　 建筑业作为中国先导性的基础产业在国民经济

中占有重要地位 [ 1] ,但建筑施工现场经常存在各种

各样的施工安全风险,如高处坠落、物体打击、坍塌、
起重伤害及其他伤害等,这些安全风险时刻威胁着

施工人员的人身安全。 穿戴反光衣可以提高工人的

可见性,减少事故发生的风险;佩戴安全帽可以最大

限度地减少创伤性脑损伤风险进而保护施工人员的

安全。 人工巡检施工现场人员安全衣帽的穿戴问题

消耗大量人力,且无法做到持续监管,针对当前施工

现场安全生产要求,基于深度学习的目标检测算法

更适合施工现场的实时监控。
当前的目标检测算法可分为两阶段目标检测和

单阶段目标检测算法 [ 2] 。 两阶段目标检测算法包

括
 

Fast
 

R-CNN [ 3] 、 R-FCN [ 4] 和 Mask
 

R-CNN [ 5] 等。
这些算法在图像中生成一系列候选区域,然后对这

些候选区域进行分类和回归。 单阶段目标检测算法

主 要 包 括 YOLO [ 6- 10] 、 SSD [ 11] 、 CornerNet[ 12] 和

M2Det[ 13] 等。 这些算法无须生成候选区域,在一个

步骤中直接预测对象的类别和位置。 对比两阶段目

标检测算法,单阶段目标检测算法虽然会损失少量

检测精度,但能够快速完成目标检测,在工程应用上

更具优势。
单阶段目标检测算法 YOLOv7-tiny[ 8] 作为基础

网络,在保持轻量化设计的同时,能够在计算资源受

限的环境中实现高效的目标检测,适用于施工现场

实时检测场景。 本文以 YOLOv7-tiny 为基础网络,
提出了一种改进 YOLOv7-tiny 网络。 改进 YOLOv7-
tiny 网络可以避免施工现场安全衣帽穿戴检测中因

复杂背景干扰、目标尺寸小、目标遮挡等问题导致的

检测精度低、漏检和误检等现象的发生。 为增强检

测鲁棒性,首先,在特征提取网络中引入基于跨空间

学习的高效多尺度注意力机制( efficient
 

multi-scale
 

attention,EMA) [ 14] ,用以捕捉不同尺度特征;其次,在
特征融合网络插入感受野增强模块 ( receptive

 

field
 

enhancement
 

module,RFEM) [ 15] 来扩大特征图的感受

野;最后,采用 Shape-IoU [ 16] 边界回归损失函数替换

IoU [ 17] 边界损失函数,从而提升检测的准确性。

1　 相关工作

在基于 YOLO 的安全帽和反光衣的检测中,反
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光服检测算法 YOLO-FL[ 18] 在 YOLOv4-tiny 的颈部

网络引入 SPPF 模块,并提出了一种新的交并比计

算方法 KIoU,将其引入到原 K-means + + 聚类方法

中, 使 得 模 型 平 均 检 测 精 度 比 原 算 法 提 高 了

8. 29%;YOLO-S[ 19] 是一款轻型头盔佩戴检测模型,
通过数据增强来平衡数据类别,并用轻量级网络

MobileNetV2 取代 YOLOv5s 原来的骨干网络,最后

对模型通道进行剪枝和知识蒸馏,减少了网络计算

量;YOLO-M [ 20] 对 YOLOv5s 进行改进,选择轻量级

网络 MobileNetV3 作为骨干网络,设计 BiCAM 的注

意模块并插入到网络中,特征融合模块引入残差结

构,在汇聚原始图像信息的同时,降低模型参数量,
进一步提高了安全帽检测的精度; Peng 等 [ 21] 在

YOLOv5 头 部 网 络 中 添 加 了 有 效 的 通 道 注 意 力

( ECA) 机制,并将损失函数替换为 NWD,在不增加

太多计算复杂度的情况下有效提升 YOLOv5 中小型

安全帽的检测精度;Ma 等 [ 22] 使用基于 YOLOv4 的

稀疏训练和修剪策略,改进后的 Light-YOLOv4 模型

大小压缩至原模型的 10%,虽精度略有损失,但检

测速度却大大提高。
虽然上述方法都提高了检测性能,但对于施

工现场安全衣帽穿戴的检测仍存在一些挑战。 目

前对安全衣帽穿戴检测的研究主要集中在安全帽

上,忽视了对反光服装的检测;缺乏包含安全帽、
反光衣的图像数据集;施工现场环境复杂,拍摄得

到的检测目标小、存在遮挡、背景复杂的图像存在

目标特征信息丢失的情况,从而导致检测结果出

现漏检和误检等现象。

2　 改进 YOLOv7-tiny

2. 1　 改进 YOLOv7-tiny 网络结构

YOLOv7-tiny[ 8] 是 YOLOv7 系列的轻量化版本,
专为计算资源受限环境设计,旨在实现快速高效的

目标检测。 改进后的 YOLOv7-tiny 网络在保持轻量

化的同时,针对复杂背景、小目标检测和精度提升进

行了优化。 其结构包括特征提取网络( Backbone) 、
特征 融 合 网 络 ( Neck ) 和 检 测 头 ( Head ) , 改 进

YOLOv7-tiny 网络结构如图 1 所示。 在特征提取网

络( Backbone)中,本文引入了高效多尺度注意力机

制 EMA [ 14] ,通过多尺度学习增强特征捕捉能力,减
少复杂背景干扰, 提升精度和鲁棒性, 同时保留

YOLOv7-tiny 的核心卷积层、 ELAN 模块和 MP 模

块。 在特征融合网络( Neck) 中,添加感受野增强模

块 RFEM [ 15] ,利用不同扩张率的卷积层扩大感受

野,增强多尺度特征理解,提升复杂背景下小目标检

测能力。 改进后的 Neck 网络不仅保留了 YOLOv7-
tiny 的轻量化特点,还在特征融合过程中强化了对

多尺度特征的理解。 在检测头 ( Head) 部分,采用

Shape-IoU [ 16] 损失函数代替传统的 IoU [ 17] 损失函

数,优化边界框回归精度,特别在复杂场景中提升

不规则目标回归的准确性。 检测头通过 CBL 模块

进行 边 界 框 定 位、 分 类 和 精 度 估 计, 生 成 最 终

结果。

图 1　 改进 YOLOv7-tiny 网络结构

Figure
 

1　 Improved
 

YOLOv7-tiny
 

structure

2. 2　 EMA 模块

高效多尺度注意力机制 EMA [ 14] ,通过多尺度

并行网络建立短期和长期依赖关系,实现局部跨通

道交互并整合不同尺度的上下文特征。 图 2 为

EMA 模块结构。 如图 2 所示,EMA 模块重构部分通

道,将特征划分为不同分支以学习多层语义信息。
EMA 模块包含 3 条分支:两条 1×1 分支和 1 条 3×3
分支。 两条 1×1 分支分别沿水平方向和垂直方向进

行编码,获取注意力信息,池化后的特征通过 1×1 卷

积和 Sigmoid 生成注意力图。 在 3×3 分支中,通过堆

叠卷积捕获多尺度特征,以增强表达。 1×1 和 3×3 分

支输出的特征图通过矩阵点积生成空间注意力图,
对目标精确定位,最终融合生成像素级的注意关系,
提取全局上下文信息,突出重要像素。 在施工现场

安全检测中,复杂背景常导致目标识别精度下降,引
入 EMA 模块可以在不同尺度下提取和整合特征,捕
捉多层次的上下文信息,提升模型在复杂背景下的特

征表达能力,增强网络对目标的鲁棒性。 EMA 模块

通过多尺度特征融合,在复杂场景中可有效区分目标

和背景,从而提高目标识别的精度。
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图 2　 EMA 模块结构

Figure
 

2　 Structure
 

of
 

EMA
 

module

2. 3　 RFEM 模块

感受野增强模块 RFEM [ 15] 用于增强感受野,提
升多尺度目标检测与识别的准确性。 该模块由多个

分支和聚合加权层组成。 多分支部分通过不同扩张

率的卷积捕捉多尺度信息,各分支共享权重,唯一的

区别在于感受野的大小。 每个分支采用 3 × 3 卷积

核,并通过残差连接防止梯度消失和梯度爆炸。 聚

合加权层则整合各分支信息并对其进行加权,以平

衡不同分支的表示能力。 将 RFEM 模块与 SPPCSP
结合后,能够有效扩大特征图的感受野,改善上下文

理解与特征提取,进而提升小目标检测和复杂背景

下的安全衣帽穿戴检测性能。 改进后的 RFEM 模

块结构如图 3 所示。

图 3　 改进后的 RFEM 模块结构

Figure
 

3　 Structure
 

of
 

improved
 

RFEM
 

module

2. 4　 Shape-IoU
Shape-IoU [ 16] 方法主要针对目标检测任务中的

边界框回归准确性问题。 传统的边界框回归方法通

常仅考虑预测框与真实框之间的几何关系,忽略了

边 界 框 自 身 的 形 状 和 尺 度 对 回 归 精 度 的 影 响。
Shape-IoU 通过关注边界框的形状和尺寸信息,进一

步提高了回归的准确性,从而提高目标检测的整体

效果,其计算示意图如图 4 所示,相关公式及计算

如下。

图 4　 Shape-IoU 计算示意图

Figure
 

4　 Diagram
 

of
 

Shape-IoU
 

calculation

IoU = b ∩ b gt

b ∪ b gt 。 (1)

式中:IoU( intersection
 

over
 

union) 为交并比,用于评

估预测框与真实框的重叠情况,其值为 0 ~ 1,值越大

表示重叠度越高,IoU 帮助网络判断检测准确性,提
高检测精度; b 表示预测边界框; b gt 表示真实边界

框( GT 框) 。

ww = 2(w gt ) scale

(w gt ) scale + (h gt ) scale。 (2)

式中: ww 表示真实框在水平方向上的相关权重系

数,通过引入该系数考虑预测边界框与真实边界框

的宽度差异,它对边界框的水平方向尺度进行精细

调整,从而提升定位准确性; w gt 表示真实边界框的

宽度; h gt 表示真实边界框的高度; scale 为比例因

子,与数据集中目标的比例有关。

hh = 2(h gt ) scale

(w gt ) scale + (h gt ) scale。 (3)

式中:hh 为引入垂直方向的相关权重系数,以修正

预测框与真实框在高度上的差异,使检测框在垂直

方向上的误差减小,增强上下边界的拟合能力。
distanceshape = hh·( x c - x gt

c ) 2 / c2 +

ww·( y c - y gt
c ) 2 / d2 。 (4)

式中: distanceshape 表示预测框和真实框中心点之间

的形状调整距离,相比传统 IoU,该公式结合了边界

框的形状差异,使 Shape-IoU 能更好地拟合不规则

目标; x c 表示预测边界框的中心点的 x 坐标; y c 表

示预测边界框的中心点的 y 坐标; x gt
c 表示真实边界

框的中心点的 x 坐标; y gt
c 表示真实边界框的中心点

的 y 坐标;d 表示预测边界框中心点与真实边界框

中心点的距离。

Ω shape = ∑
t = w,h

(1 - e
-ω t) θ,θ = 4。 (5)
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ωw = hh·
w - w gt

max(w,w gt )
;

ω h = ww·
h - h gt

max(h,h gt )
。

ì

î

í

ï
ïï

ï
ïï

(6)

式中:Ω shape 为 Shape-IoU 度量中的形状相似性项,用
于表示预测边界框与真实边界框之间的形状相似

性,引入形状相似性可优化边界框回归,确保预测边

界框在覆盖目标的同时也与目标形状匹配; θ 为权

重因子; w 和 h 分别为预测边界框的宽度和高度;
ω t 表示 Shape-IoU 计算中的权重因子,t 的取值为 w
和 h,其计算公式为式(6) ,式( 6) 通过引入边界框

的宽度与高度的权重因子,进一步平衡边界框形状

和尺寸的影响。
Shape-IoU 的边界框回归损失函数如式 ( 7) 所

示。 区别于传统 IoU 方法,Shape-IoU 在回归过程中

考虑形状和尺寸因素。 通过宽度和高度的比例权

重,Shape-IoU 能更精确地处理不同尺度和形状的目

标,提升匹配能力,并在处理形状复杂对象时展现出

更强的鲁棒性和回归性能。
LShape-IoU = 1 - IoU + distanceshape + 0. 5Ω shape 。 (7)

3　 实验结果与分析

3. 1　 数据集介绍

目前尚无同时包含反光衣和安全帽检测的开源

数据集,因此本文构建了一个施工现场安全衣帽穿

戴检测数据集。 数据集部分采用了开源安全帽数据

集 SHWD( safety
 

helmet
 

wearing-dataset) ,该数据集

包含佩戴安全帽和未佩戴安全帽两个类别,但不包

含反光衣的检测类别。 为此,本文通过网络爬虫收

集施工现场工人的图像,并将其与 SHWD 数据集一

起上传至 Robflow 数据标注平台,对图像数据进行

清洗、标注、划分。 整理后的数据集包含 7
 

017 张图

像,标注了 3 个类别:人( person) 、佩戴安全帽( hel-
met) 和 穿 戴 反 光 衣 ( vest ) , 标 注 的 数 量 分 别 为

17
 

148,9
 

465 和 7
 

866 个。 数据集按照 8 ∶ 1 ∶ 1的比

例划分为训练集、验证集和测试集,数据集示例如图

5 所示。 本文所有实验均基于该自制数据集进行,
以确保评估结果的统一性和可靠性。
3. 2　 实验平台

本实验在 Windows10 操作系统上进行,使用深

度学习框架 PyTorch1. 7. 1 搭建网络模型,编程语言

为 Python3. 8。 GPU 加速采用 CUDA
 

11. 0,硬件配

置为 NVIDIA
 

GRID
 

T4-8Q 显卡(8
 

GB 显存) 、QEMU
 

Virtual
 

CPU 和 16
 

GB 内存。 实验设置 batch
 

size 为

8,训练周期为 150 个轮次,初始学习率为 0. 01,动

图 5　 施工现场安全衣帽穿戴检测数据集示例

Figure
 

5　 Example
 

of
 

safety
 

clothing
 

and
 

helmet
 

wearing
 

detection
 

data
 

set
 

on
 

construction
 

site

量为 0. 8,权重衰减系数为 0. 000 5。
3. 3　 评价指标

实验选取精确率 P、召回率 R、平均精度均值

mAP、帧率、模型参数量和计算量作为评价指标。 平

均精度均值 mAP 是所有类别的平均精度,每个类别

的平均精度 AP 是该类别 P-R 曲线的面积;mAP@
0. 5 表示在 IoU 阈值为 0. 5 时的 mAP;参数量用于

评估模型大小,参数量和计算量越小,说明模型越轻

量;帧率表示每秒钟刷新的图像数量,可用于评估模

型在检测时的效率。
3. 4　 改进前后模型实验结果对比

在自制的施工现场安全衣帽穿戴检测数据集

上,分别使用 YOLOv7-tiny 和改进 YOLOv7-tiny 模型

进行实验,对比结果如表 1 所示。 从表 1 可知,改进

YOLOv7-tiny 模型的 mAP@ 0. 5 指标提升了 3. 0 百

分点,其中 person、helmet、vest
 

3 类目标的 AP 值分

别提高了 5. 8 百分点、1. 9 百分点和 1. 6 百分点,改
进模型在 person 类和 helmet 类的检测中效果较为

显著,因这两类目标较小,容易受到施工现场光线和

遮挡的影响。 结果验证了改进 YOLOv7-tiny 模型在

复杂施工环境中对安全衣帽检测精度的有效提升。
表 1　 YOLOv7-tiny 改进前后检测效果对比

Table
 

1　 Comparison
 

of
 

detection
 

effects
 

before
 

and
 

after
 

the
 

improvement
 

of
 

YOLOv7-tiny

模型
AP / %

person helmet vest
mAP@ 0. 5 / %

YOLOv7-tiny 86. 8 81. 2 93. 9 87. 4

改进 YOLOv7-tiny 92. 6 83. 1 95. 5 90. 4

3. 5　 注意力机制对比实验

为了验证 EMA 注意力机制的优势, 本 文 在

YOLOv7-tiny 算法基础上分别引入了空间注意力机

制 GAM [ 23] 、通道注意力机制 SE [ 24] 、ECA [ 25] 、混合注
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意力机制 CBAM [ 26] 及 EMA [ 14] 注意力机制,并对各

注意力机制进行了实验对比,实验结果如表 2 所示。
由表 2 可知,除了 CBAM 导致 mAP@ 0. 5 略微下降

0. 1 百分点外,添加 SE、ECA、GAM 和 EMA 注意力

机制分别提升了 0. 1 百分点、0. 4 百分点、0. 6 百分

点和 0. 9 百分点,其中 EMA 的提升幅度最大。 此

外,EMA 在召回率 R 上比 GAM 高了 0. 4 百分点,并
且计算量远小于 GAM。 实验结果表明, EMA 的多

尺度特征融合机制能够有效提取复杂背景中的关键

特征,突出目标信息,从而在施工现场等复杂场景中

表现出更高的鲁棒性和检测精度。
表 2　 注意力机制对比实验

Table
 

2　 Comparative
 

experiment
 

of
 

attention
 

mechanism

模型
R /
%

mAP@ 0. 5 /
%

计算量 /
GFLOPs

YOLOv7-tiny 86. 4 87. 4 13. 2
YOLOv7-tiny+SE 86. 5 87. 5 14. 2

YOLOv7-tiny+CBAM 86. 7 87. 3 14. 3
YOLOv7-tiny+ECA 86. 2 87. 8 14. 2
YOLOv7-tiny+GAM 87. 9 88. 0 34. 2
YOLOv7-tiny+EMA 88. 3 88. 3 14. 2

3. 6　 损失函数对比实验

为了验证不同损失函数对网络性能的影响,本
文在自制的安全衣帽检测数据集上,对 YOLOv7-tiny
网络分别采用了 IoU [ 17] 、WIoU [ 27] 、EIoU [ 28] 、SIoU [ 29]

和 Shape-IoU [ 16] 5 种损失函数进行训练,并对实验结

果进行对比分析,结果如表 3 所示。 由表 3 可知,不
同损失函数对网络训练结果的影响各不相同。 在平

均精度均值 mAP@ 0. 5 指标上,相较于 IoU,WIoU、
EIoU、SIoU 和 Shape-IoU 分别提高了 0. 1 百分点、
0. 3 百分点、0. 2 百分点和 0. 6 百分点,其中 Shape-
IoU 的提升幅度最大。 在精确率 P 方面,WIoU 通过

动态聚焦机制,优化了预测框与真实框的重叠区域,
因而在边界对齐上表现更佳。

表 3　 损失函数对比实验

Table
 

3　 Comparative
 

experiment
 

of
 

loss
 

function 单位:%

损失函数 P R mAP@ 0. 5

IoU 85. 0 86. 4 87. 4

WIoU 86. 1 85. 2 87. 5
EIoU 85. 0 86. 6 87. 7
SIoU 84. 3 87. 0 87. 6

Shape-IoU 85. 3 87. 1 88. 0

　 　 Shape-IoU 不仅关注重叠面积,还综合考虑了边

界框的形状和尺寸特征,重点提升了整体的形状匹

配与回归精度,这使其在召回率 R 和 mAP@ 0. 5 上

均取得了最高值。 mAP@ 0. 5 作为衡量模型综合检

测性能的核心指标,进一步验证了 Shape-IoU 在检

测精度上的优势。 图 6 为 mAP@ 0. 5 指标下不同损

失函数训练示意图。 由图 6 可知,Shape-IoU 在训练

过程中收敛更快,并表现出较高的稳定性。 因此,
Shape-IoU 作为改进 YOLOv7-tiny 的边界回归损失

函数在施工现场安全衣帽检测任务中表现出更优的

综合性能。

图 6　 mAP@0. 5 指标下不同损失函数训练示意图

Figure
 

6　 Training
 

comparison
 

of
 

loss
 

functions
 

with
 

mAP@0. 5

3. 7　 消融实验

为验证各改进点对网络的增益,本文进行了以下

7 组消融实验,结果如表 4 所示。 由表 4 可知,各个改

进点单独使用时均能提升各项指标。 其中,RFEM 通

过提高特征图感受野,在目标检测性能上提升最显

著,mAP@ 0. 5 提升了 1. 0 百分点;EMA 则通过捕捉

不同尺寸特征,使 mAP@ 0. 5 提升了 0. 9 百分点;
Shape-IoU 损失函数优化边界框回归的精度,mAP@
0. 5 也有 0. 6 百分点的提升。 在组合实验中,各改进

点的组合使用均显示出明显的提升效果,表明了不同

改进策略间具有良好的互补性,当 3 个改进点同时应

用时提升最大,精确率 P、召回率 R 和 mAP@ 0. 5 分

别提升了 3. 7 百分点、2. 3 百分点和 3. 0 百分点。
表 4　 消融实验

Table
 

4　 Ablation
 

experiments 单位:%

EMA RFEM
Shape-

IoU
P R

mAP@
0. 5

85. 0 86. 4 87. 4
√ 87. 5 88. 3 88. 3

√ 85. 7 87. 2 88. 4
√ 85. 3 87. 1 88. 0

√ √ 87. 7 84. 5 89. 3
√ √ 87. 4 87. 9 89. 6

√ √ 86. 6 87. 6 89. 1
√ √ √ 88. 7 88. 7 90. 4

3. 8　 改进 YOLOv7-tiny 与其他网络模型对比

为了验证改进 YOLOv7-tiny 的创新性和优势,本
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文与多种主流目标检测算法进行了对比实验。 结果

如表 5 所示。 表 5 展示了包括 YOLOv5s、YOLOv6s、
YOLOv8s、YOLOv9s、 YOLOv7 与本文改进 YOLOv7-
tiny 模 型 在 多 个 关 键 性 能 指 标 上 的 对 比。 改 进

YOLOv7-tiny 模型在 mAP@ 0. 5 上达到了 90. 4%,略
低于 YOLOv7 的 90. 6%,但在实时性、模型大小和计

算复杂度等方面表现更为优越。 改进模型帧率为

93 帧 / s,显著高于 YOLOv5s 的 72 帧 / s 和 YOLOv7 的

42 帧 / s,适合动态环境下的安全衣帽穿戴的监测。 在

模型大小方面,改进 YOLOv7-tiny 参数量为 6. 1×106 ,
低于其他模型,更适合资源受限的应用场景。 在模型

计算 量 上, 改 进 后 的 YOLOv7-tiny 计 算 量 远 低 于

YOLOv6s 和 YOLOv7,表明该模型在保持较高检测精

度的同时,具备更低的计算复杂度。 综上所述,改进

YOLOv7-tiny 模型在目标检测精度、实时性、模型大小

及计算复杂度等多个方面均展现出优异的性能,为施

工现场安全衣帽穿戴检测提供了理想的解决方案。
3. 9　 检测效果分析

图 7 展示了在检测框置信度阈值设定为 0. 25
时 YOLOv7-tiny 与改进 YOLOv7-tiny 在不同施工场

　 　 　

表 5　 不同算法性能对比

Table
 

5　 Performance
 

of
 

different
 

algorithms

算法
mAP@
0. 5 / %

帧率 /

(帧·s- 1 )

参数量 /

106

计算量 /
GFLOPs

YOLOv5s 87. 1 72 7. 2 16. 0

YOLOv6s 87. 9 88 18. 5 45. 3

YOLOv8s 87. 6 80 11. 2 28. 6

YOLOv9s 87. 8 90 7. 1 26. 4

YOLOv7 90. 6 42 37. 2 105. 2

改进 YOLOv7-tiny 90. 4 93 6. 1 14. 2

景下的施工人员安全衣帽穿戴检测效果对比。 在

图 7( a)和 7( b) 中,由于复杂背景和弱光环境下的

背景干扰强烈、目标特征信息不明显,YOLOv7-tiny
检测容易产生误检和漏检(红框标注) 。 在图 7( c)
中, 目 标 被 遮 挡 导 致 特 征 信 息 不 完 整, 进 而 使

YOLOv7-tiny 出 现 漏 检 问 题 ( 红 框 标 注 ) 。 改 进

YOLOv7-tiny 通过 EMA 注意力机制学习并融合不同

层次的特征信息,增强了对目标的语义建模能力;通
过 RFEM 模块得到更大感受野,提升了网络的鲁棒

性和定位精度,有效减少了误检和漏检的问题。

图 7　 不同环境下检测对比

Figure
 

7　 Comparison
 

of
 

detection
 

in
 

different
 

environments

4　 结论

本文提出了一种改进 YOLOv7-tiny 的施工现场

安全衣帽穿戴检测算法,针对当前算法在复杂背景、
小目标检测抗干扰能力不足及精度差等问题进行优

化。 研究构建了包含 person、helmet 和 vest
 

3 类目标

的自制数据集,结合 EMA 注意力机制提升特征提取

能力,RFEM 模块扩大网络感受野,并采用 Shape-
IoU 边界回归损失函数优化检测精度。 实验结果表

明,改进模型的 mAP@ 0. 5 提高 3. 0 百分点,person、
helmet 和 vest 类别的 AP 值分别提高 5. 8 百分点、
1. 9 百分点和 1. 6 百分点。 对比实验显示,该算法



　 第 2 期 张震,等:改进 YOLOv7-tiny 的施工现场安全衣帽穿戴检测算法
 

7　　　　

在检 测 精 度、 实 时 性 和 模 型 轻 量 化 方 面 均 优 于

YOLOv5s 等主流算法,尤其适用于复杂施工环境的

实时监测。 未来工作将聚焦于实际施工场景及边缘

设备上的模型性能评估。
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Abstract:
   

In
 

response
 

to
 

the
 

insufficient
 

robustness
 

of
 

current
 

safety
 

clothing
 

and
 

helmet
 

wearing
 

detection
 

algo-
rithm

 

in
 

complex
 

backgrounds,
 

and
 

frequent
 

false
 

positive
 

rates,
 

an
 

improved
 

YOLOv7-tiny
 

detection
 

algorithm
 

for
 

safety
 

clothing
 

and
 

helmet
 

wearing
 

on
 

construction
 

site
 

was
 

proposed.
 

Firstly,
 

the
 

EMA
 

attention
 

mechanism
 

was
 

in-
troduced

 

into
 

the
 

feature
 

extraction
 

module
 

to
 

enhance
 

the
 

networks
 

feature
 

extraction
 

capability
 

and
 

mitigate
 

com-
plex

 

background
 

interference.
 

Secondly,
 

the
 

RFEM
 

module
 

was
 

integrated
 

into
 

the
 

feature
 

fusion
 

stage
 

to
 

improve
 

the
 

networks
 

receptive
 

field,
 

acquiring
 

broader
 

contextual
 

information,
 

and
 

enhance
 

perception
 

for
 

small
 

targets.
 

Finally,
 

Shape-IoU
 

was
 

employed
 

to
 

replace
 

the
 

IoU
 

boundary
 

regression
 

loss
 

function,
 

to
 

improve
 

detection
 

accura-
cy.

 

Experimental
 

results
 

showed
 

that
 

the
 

improved
 

model
 

achieved
 

a
 

mAP@ 0. 5
 

of
 

90. 4%
 

on
 

the
 

proprietary
 

data-
set,

 

3. 0
 

percentage
 

points
 

higher
 

than
 

the
 

original
 

model.
 

The
 

frame
 

rate
 

speed
 

reached
 

93
 

frames / s,
 

and
 

the
 

mod-
el

 

size
 

comprised
 

only
 

6. 1
 

million
 

parameters.
 

Compared
 

to
 

YOLOv8s,
 

YOLOv9s,
 

and
 

other
 

models,
 

the
 

proposed
 

algorithm
 

demonstrated
 

superior
 

performance
 

in
 

detection
 

accuracy,
 

speed,
 

and
 

model
 

efficiency,
 

making
 

it
 

suit-
able

 

for
 

real-time
 

detection
 

applications
 

on
 

construction
 

site.
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